
 

 

Random Forest Algorithm Training and Test for Monitoring Soil Salinity Changes in Pistachio Orchards 

Abstract 

A total of 720 soil samples collected from 240 sampling locations within pistachio orchards in the provinces of Yazd 

and Khorasan Razavi were used for training and testing the Random Forest algorithm. The auxiliary variables used in 

this modeling included the median values of 32 surface reflectance variables and spectral indices derived from 

Sentinel-2 satellite images, covering the period from March 1 to October 1 of the sampling year. These variables were 

extracted for the sampling points using the Google Earth Engine platform. The Random Forest model was developed 

and optimized through coding in the R environment. The Leave-One-Out Cross-Validation (LOOCV) method was used 

to validate the model. After identifying and removing outliers, 191 points remained for retraining and retesting the 

Random Forest algorithm. The RMSE was 1.1 dS/m in the training set and 2.6 dS/m in the test set. The R² value was 

93% in both datasets. This algorithm was then used to predict changes in soil salinity in the studied areas and years. 

Based on the results, in the Tanour Lahour drainage project, Class 3 of salinity is decreasing while Class 2 land area is 

increasing. In the Mortazieh farm, Class 3 salinity has decreased but shifted to Class 4. In the Rezaei farm, Class 4 

land area is significantly increasing. Likewise, in the Dadyar farm in Khorasan Razavi Province, Class 4 salinity area 

has relatively increased. The results of this study demonstrated that the Random Forest algorithm is capable of 

successfully predicting soil salinity changes within the study areas and similar regions. 
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Introduction 

Given the limitations of traditional soil salinity assessment methods, alternative techniques such as remote sensing 
(RS) have been used to predict soil salinity and sodicity in unsampled areas. Vegetation indices (VIs), as indirect 
indicators of salinity, have been used to assess soil salinity through their negative effects on crop growth and plant 
stress. On the other hand, salinity indices, which serve as direct indicators of salinity, highlight the spectral reflectance 
of salt crusts on the soil surface, especially in the visible and near-infrared (NIR) regions of the electromagnetic 
spectrum. The scientific literature includes many successful estimations of soil properties using various soil sensing 
technologies. Despite significant advances in developing soil salinity prediction models, such models have not been 
widely developed for pistachio orchards, which typically lack full vegetation cover. Therefore, this study aimed to 
develop a Random Forest model to predict soil salinity using auxiliary variables derived from satellite imagery. 

Materials and Methods 

For this study, 669 soil samples collected from 223 sampling locations within four large pistachio-growing areas in 
Yazd and Khorasan Razavi provinces were used to train and test the Random Forest algorithm. At each sampling 
location, soil was collected down to a depth of 90 cm in 30 cm increments. The ground-truth data corresponded to 
the years 2018, 2022, and 2023. To train the Random Forest algorithm, spectral reflectance values and vegetation 
indices derived from Sentinel-2 satellite images were used. The surface reflectance values and spectral indices for 
the sampling points were extracted using the Google Earth Engine (GEE) platform. The Random Forest algorithm was 
trained, tested, and validated using code written in the R programming environment. The spectral indices used in 
this study were important variables commonly used as auxiliary inputs for soil salinity modeling. 

Results and Discussion 

According to the correlation matrix, although there was no strong correlation between the main variable (soil salinity) 
and individual auxiliary variables, some of the auxiliary variables showed positive or negative correlations with one 
another. Due to multicollinearity among the auxiliary variables, stepwise regression models could not be used to 
determine the relationship between soil salinity and these variables. The Random Forest model was trained using 
500 decision trees. The RMSE of the model was 1.10 dS/m for the training set and 2.59 dS/m for the testing set. The 
R² value was 0.932 for both sets. The spectral indices used in this study are related to vegetation stress conditions 
and thus can also reflect plant performance under stress. The algorithm was used to predict changes in soil salinity 
across the study regions and years. The results showed that in the Tanour Lahour drainage project, the area of Class 



 

 

3 salinity land is decreasing while Class 2 land is increasing. In Mortazieh farm, Class 3 salinity has declined but shifted 
toward Class 4. In Rezaei farm, Class 4 salinity has increased significantly. Similarly, in Dadyar farm in Khorasan Razavi 
province, Class 4 salinity area has relatively increased. These findings indicate that the Random Forest algorithm is 
capable of successfully predicting soil salinity changes in the study areas and similar regions. 

Conclusion 

The results of this study demonstrated that the Random Forest model, utilizing variables extracted from Sentinel-2 
satellite imagery, has a high capability for predicting soil salinity changes in pistachio orchards in Yazd and Khorasan 
Razavi provinces. The spatial analysis of salinity changes also showed that in certain areas, such as the Tanour Lahour 
drainage project, salinity has decreased, indicating the positive effects of management practices. In contrast, in areas 
like Rezaei farm, the increasing trend of salinity is alarming. These results highlight the importance of continuous 
monitoring and the use of advanced tools such as the integration of remote sensing data and machine learning 
algorithms for effective soil salinity management. This approach can also be applied in other saline agricultural 
regions to prevent further soil degradation and yield reduction. 
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 آموزش و آزمون الگوریتم جنگل تصادفی برای پایش تغییرات شوری خاک باغات پسته

 

 چکیده

آوری شده بود برداری در داخل باغات پسته از دو استان یزد و خراسان رضوی جمعموقعیت نمونه 240نمونه خاک که از  720تعداد 

سازی مورد استفاده و آزمون الگوریتم جنگل تصادفی مورد استفاده قرار گرفتند. متغیرهای کمکی که برای این مدلبرای آموزش 

از  2ای سنتینل های طیفی مستخرج از تصاویر ماهوارهمتغیر بازتاب سطحی و شاخص 32مقادیر میانه  عبارت بودند از قرار گرفتند

مدل برداری استخراج شده بود. ری بود که توسط پلتفرم گوگل ارث انجین برای نقاط نمونهبرداسال نمونه اول اکتبرتا  مارساول 

سازی شد. برای اعتبارسنجی مدل از روش کنارگذاشتن یک نقطه توسعه و بهینه Rجنگل تصادفی از طریق کدنویسی در محیط 

نقطه برای آموزش و آزمون مجدد الگوریتم جنگل تصادفی باقی ماند.  191استفاده شد. پس از شناسایی و حذف نقاط پرت، تعداد 

درصد بود. این  93و دسته در هر د 2Rزیمنس بر متر بود . مقدار دسی 6/2و در دسته آزمون  1/1در دسته آموزش  RMSEمقدار 

بر اساس این نتایج در پروژه زهکشی های مورد مطالعه استفاده شد. بینی تغییرات شوری خاک در مناطق و سالالگوریتم برای پیش

 3شوری کلاس  مرتاضیهدر حال افزایش است. در مزرعه  2در حال کاهش و اراضی کلاس  3تنور لاهور، مساحت اراضی کلاس 

در حال افزایش است.  4افزوده شده است. در مزرعه رضایی نیز به شدت اراضی کلاس  4ولی در عوض به کلاس  کاهش یافته

شوری افزایش یافته است. نتایج این تحقیق نشان  4همچنین در مزرعه دادیار در استان خراسان رضوی نیز بطور نسبی اراضی کلاس 

های مورد مطالعه و مناطق بینی تغییرات شوری خاک در محدودهقادر به پیش آمیزیداد که الگوریتم جنگل تصادفی بطور موفقیت

 باشد. مشابه می

 سازی، یادگیری ماشین، مدلهای طیفی، گوگل ارث انجین، شاخص2سنتینل   کلمات کلیدی:

 مقدمه

تحت کشت دنیا تحت تاثیر  میلیون هکتار از خاک زیرین اراضی 833میلیون هکتار از خاک رویی و  424شود که تخمین زده می

درصد  62های زیرین درصد شورسدیمی هستند و از خاک 5درصد سدیمی و  10درصد شور،  85های رویی نمک باشند. از خاک

ها در بهترین حالت برآوردی تجربی درواقع این تخمین  (.FAO, 2024درصد شورسدیمی هستند ) 14درصد سدیمی و  24شور، 

مقادیر مطلق آن در حال تغییر  (Scudiero et al., 2014)ذات پیچیده و پویای زمانی و مکانی شوری خاک  هستند چرا که به دلیل

 . است

گیرد: حمل و نقل توسط آب یا باد، یا فرآیندهای طبیعی مانند هوازدگی )که به عنوان شوری خاک از دو منبع سرچشمه می

های خشک که ناشی از عواملی مانند توپوگرافی، آبیاری و شوری زمینشود(. علاوه بر این، شوری/سدیمی اولیه شناخته می

(. این فرآیندهای Hassani et al., 2020کنند )زدایی، چرای بیش از حد و قطع درختان است نیز به شوری خاک کمک میجنگل

اقتصادی و اجتماعی دارند  های مختلفپویا تأثیرات منفی بر کیفیت خاک، محصولات کشاورزی، هیدرولوژی، ژئوشیمی و جنبه

(Albed and Kumar, 2013شوری خاک همچنین .) رابطه خاک و آب را بدتر کرده و باعث کاهش نفوذ، هدایت  در برخی شرایط

 (. Lin and Banuelos, 2015شود )هیدرولیکی، نگهداشت، زهکشی و اثرات یونی خاص بر گیاهان می

 سنجش از دور و  (Brunner et al., 2007های جایگزینی مانند ژئواستاتیک )تکنیکهای سنتی، های روشبا توجه به محدودیت

(RS) (Fourati et al., 2017;  Ren et al., 2019; Dong et al., 2019; Taghizadeh-Mehrjardi et al., 2021; برای )



 

 

ای مختلف که برای ان حسگرهای ماهوارهدر میاند. برداری نشده استفاده شدهبینی شوری و سدیمی خاک در مناطق نمونهپیش

ای مورد طور گستردهای چندطیفی بهشوند، تصاویر ماهوارهستفاده میا های هدایت الکتریکی خاکبرداری شوری و تولید نقشهنقشه

 (.Taghadosi et al., 2019) اندعنوان ابزاری بسیار امیدوارکننده برای این کار شناخته شدهمطالعه قرار گرفته و به

های غیرمستقیم شوری نیز برای ارزیابی شوری خاک از طریق اثرات منفی آن بر به عنوان شاخص (VI) های پوشش گیاهیشاخص

های مستقیم شوری عنوان شاخصهای شوری که بهاز سوی دیگر، شاخص .اندرشد محصولات کشاورزی و استرس گیاه استفاده شده

طیف  (NIR) ویژه در محدوده مرئی و مادون قرمز نزدیکهای نمکی سطح خاک، بهیفی پوستهکنند، بازتاب طعمل می

 (. Gorji et al., 2017نند )کالکترومغناطیسی را برجسته می

های خاک نیز باعث گسترش کاربرد و یادگیری ماشین برای تخمین ویژگی (DSM) برداری دیجیتال خاکهای نقشهادغام تکنیک

(. در مورد استفاده از ادغام متغیرهای محیطی با یادگیری Peng et al., 2019بینی شوری خاک شده است )در پیشها این روش

ای در پاکستان انجام دادند که از پنج مدل یادگیری ماشین همراه لعهمطا Haq et al., (2023)بینی شوری خاک، ماشین برای پیش

ها بینی بهتر از سایر مدلاز نظر دقت پیش (RF) ها نشان داد که مدل جنگل تصادفیآن هایاستفاده کردند. یافته RS هایبا داده

، ماشین بردار پشتیبان و جنگل تصادفی  ربخشی سه مدل یادگیری ماشیناث Xiao et al., (2023)عمل کرده است. به طور مشابه، 

ها نشان داد که غربی چین ارزیابی کردند. نتایج آنبینی شوری خاک در منطقه خشک شمال را در پیش بوستینگ گرادیان شدید

ویژه زمانی که متغیرهای ورودی خاصی استفاده ، نسبت به رگرسیون بردار پشتیبان، بهRF مدل بوستینگ گرادیان شدید، به دنبال آن

 شد، عملکرد بهتری داشتند. می

Zhao et al., (2024)  ی مشتق شده از روش حداقل مربعات جزئینهفتهبه بررسی کاربرد متغیرهای ای مطالعهدر (PLS)  از

بینی و متغیرهای کمکی، برای پیش (RS) های سنجش از دور، در ترکیب با داده(Vis-NIR) سنجی مرئی و مادون قرمز نزدیکطیف

سازی نشان داد که . نتایج مدلپرداختندکیانگ، چین در منطقه شمالی سین (SAR) و نسبت جذب سدیم (EC) هدایت الکتریکی

های توپوگرافی به طور قابل های قابل اعتمادی نبودند، اما افزودن ویژگیکنندهبینیسنجش از دور و کاربری زمین به تنهایی پیش

سنجی استفاده از مطالعه امکاندر یک  Zare et al., (2021)را بهبود بخشید.  SAR و EC بینی هر دو شاخصتوجهی دقت پیش

 سنجی بازتاب پراکنده مرئی و نزدیک مادون قرمز: طیفندبینی شوری خاک سطحی را ارزیابی کردلف برای پیشسه روش مخت

(VisNIR DRS)سنجی فلورسانس پرتوی ایکس قابل حمل، طیف (PXRF)و سنجش از دور ،(RS) زار در غرب دو منطقه شوره

 .بینی را داشتترکیب سه تکنیک بالاترین قابلیت پیش .تگزاس، ایالات متحده مورد ارزیابی قرار گرفتند

 هایمدل بینیپیش عملکرد توجهی قابل طوربه خاک فضایی بردارینمونه تراکم افزایش که اندداده نشان اخیر تحقیقات برخی

 گیریاندازه برای امیدبخش جایگزین یک خاک سنجش. (Lagacherie et al., 2020دهد )می افزایش را  خاک دیجیتال بردارینقشه

 راه از سنجش توانمی. دهد ارائه تریمتراکم فضایی هایبردارینمونه تواندمی گیریاندازه خاص شرایط تحت که است خاک مستقیم

 .کرد متمایز را( Rossel et al., 2011) خاک به نزدیک سنجش و( Mulder et al., 2011) دور

 مانند است، خاک سنجش مختلف هایفناوری از استفاده با خاک هایویژگی از زیادی آمیزموفقیت هایتخمین شامل علمی ادبیات

 زمین نفوذی رادار (؛Zare et al., 2018گاما ) سنجیطیف (؛Gomez and Coulouma, 2018)  VIS-NIR-SWIR سنجیطیف

(Afshar et al., 2016؛) هایپراسپکترال هوابرد تصاویر (Gholizadeh et al., 2018و ) زمانیدامنه سنجبازتاب (Arsoy et al., 

2013). 



 

 

بندی و قوانین طبقه متر( 250)بیش از  های موجودتحقیقات جاری درباره شوری خاک جهانی به دلیل دقت پایین مکانی داده

طور تا به کردندچارچوبی جدید پیشنهاد  Wang et al., (2024) ها،( محدود است. برای رفع این محدودیتایطبقهکیفی )پنج نیمه

 متر تخمین بزند.  10جهانی در پنج منطقه اقلیمی با دقت را در مقیاس کمی محتوای نمک خاک 

بینی شوری خاک صورت گرفته های پیشگیری در زمینه توسعه مدلهای چشمبر اساس بررسی منابع انجام شده، هر چند پیشرفت

اند. به همین دلیل این تحقیق با هایی توسعه نیافتهپسته که فاقد پوشش کامل هستند، این چنین مدلاست، اما در زمینه باغات 

ای انجام بینی شوری خاک با استفاده از متغیرهای کمکی مستخرج از تصاویر ماهوارههدف توسعه مدل جنگل تصادفی برای پیش

 گرفت. 

 هامواد و روش

از دو استان  کاری وسیعپسته مجموعه 4برداری در داخل موقعیت نمونه 223نمونه خاک که از  669تعداد برای انجام این پژوهش 

موقعیت  1آوری شده بود برای آموزش و آزمون الگوریتم جنگل تصادفی مورد استفاده قرار گرفتند. شکل یزد و خراسان رضوی جمع

دهد. موقعیت دو باغ پسته در استان یزد بسیار نزدیک به یکدیگر یهای یزد و خراسان رضوی نشان مبرداری را در استاننقاط نمونه

 بود و در نتیجه روی نقشه بصورت یک نقطه نمایش داده شده است. 

 

 برداری مورد استفاده در پژوهشموقعیت نقاط نمونه -1شکل 

گیری زمینی مربوط های اندازهشده بود. دادهبرداری متری نمونهسانتی 30متری به فواصل سانتی 90برداری تا عمق هر موقعیت نمونه

 دهد.برداری را نشان میمکانی نقاط نمونه -بطور خلاصه اطلاعات زمانی 1جدول میلادی بودند.  2023و  2022، 2018های به سال

 

 

 

 



 

 

 آوری شدههای خاک جمعزمانی نمونه -اطلاعات مکانی -1جدول 

 مساحت سال جغرافیاییطول  عرض جغرافیایی استان شهرستان نام

 )هکتار(

 تعداد نمونه

 75 88 2022 76/57 57/36 خراسان رضوی جوین دادیار

 222 483 2023 72/53 26/31 یزد تفت مرتاضیه

 297 75 2021 74/53 26/31 یزد تفت رضایی

 126 574 2021 52/54 17/30 یزد خاتم تنور لاهور

 ها متفاوت بود.برداریشده بودند و در نتیجه تراکم نمونهآوری های خاک با اهداف متفاوتی جمعنمونه

 2های پوشش گیاهی مستخرج از تصاویر ماهواره سنتینل برای آموزش الگوریتم جنگل تصادفی از مقادیر بازتاب طیفی و شاخص

 استفاده شد. 

موریت أماهواره مدار قطبی است که م 2سنتینل ماموریت خود را آغاز کرد.  2015ژوئن  23در  سنتینلهای دومین سری از ماهواره

باند طیفی در  13 از ماهواره این. باشدمی …هایی همانند آب، خاک، پوشش گیاهی وآن اخذ تصاویر با وضوح بالا برای پایش پدیده

روز در  5 زمانیتفکیک از توان  2-باشد. سنتینلهای مرئی، مادون قرمز نزدیک و مادون قرمز طول موج کوتاه برخوردار میمحدوده

های شاخص پژوهشاند. در این های مختلف با همدیگر متفاوتباندهای ماهوارهباشد. های میانی برخوردار میروز در عرض 3استوا و 

ها اند. شاخصاستخراج شده است محاسبه و مورد استفاده قرار گرفته 2پوشش گیاهی و شوری خاکی که از تصاویر ماهواره سنتینل 

 شوند. ای را شامل میم طیف بسیار گستردهه

استفاده  Google Earth Engine (GEE) برداری از پلتفرم های طیفی برای نقاط نمونهبرای استخراج مقادیر بازتاب سطحی و شاخص

 شد. مراحل کار به شرح زیر بودند:

که  GEE های( Asset) از دارایی (FeatureCollection) یک مجموعه ویژگیبرداری: نقاط نمونه های مکانیبارگیری داده .1

 .شدای تبدیل و مختصات جغرافیایی )عرض و طول جغرافیایی( آن به هندسه نقطهبود فراخوانی شده بارگیری شده قبلاً 

ه نمایش فیلتر شده و روی نقش داشتندقرار  مورد مطالعه نقاطی که داخل منطقه مورد مطالعه: انتخاب نقاط داخل محدوده  .2

 .شدندداده 

انتخاب شده و بر اساس  2023اکتبر  1تا  2023مارس  1از تاریخ  2سنتینل   مجموعه تصاویر : 2سنتینل بارگیری تصاویر .3

تبدیل   Floatها به فرمت . سپس، مقدار میانه باندهای منتخب محاسبه و دادهشدندفیلتر  ٪6درصد پوشش ابری کمتر از 

 .شدند

مورد نظر بر های و سایر شاخص  NDVI ،EVI ،NDMI ،NDSIچندین شاخص طیفی مانند  :طیفیهای محاسبه شاخص .4

 .شدندمحاسبه و به تصویر چندباندی اضافه  2اساس جدول 

های طیفی برای نقاط داخل منطقه استخراج و شاخص 2سنتینل  مقادیر باندهای: شدهگیری از تصاویر در نقاط انتخابنمونه .5

 .شدهای خروجی اضافه تصات نقاط )عرض و طول جغرافیایی( به ویژگی. همچنین، مخشدند

  :هاچاپ و ذخیره داده .6

 .شدندذخیره  Google Drive در جدولی صورت فایلگیری شده بههای نمونهداده -



 

 

 .شدذخیره  Google Drive در GeoTIFF (.tif)صورت های طیفی بهتصویر چندباندی همراه با شاخص -

های مورد استفاده استفاده شد. پکیج Rبرای آموزش، آزمون و اعتبارسنجی الگوریتم جنگل تصادفی از کدنویسی در محیط  -

ها از بینی. برای رستری کردن نتایج پیش ggplot2و   tidyverse  ،caret  ،randomforestبه این منظور عبارت بودند از: 

های قبلی از پکیج ی رسترهای ایجاد شده و محاسبه سطح هر کلاس علاوه بر پکیجبندو برای طبقه  sfو   terraهای پکیج

dplyr   ها در محیط بطور خلاصه کارکرد هر کدام از این پکیج 2نیز استفاده شد. جدولR دهد.را نشان می 

های مهمی ها شاخصشاخصدهد. این ها را نشان میهای طیفی مورد استفاده در این پژوهش و نحوه محاسبه آنشاخص 3جدول 

 گیرند.سازی شوری خاک مورد استفاده قرار میهستند که بعنوان متغیرهای کمکی برای مدل

 

 های اصلی مورد استفاده در پژوهشخلاصه کارکرد پکیج -2جدول 

 رفرنس کارکرد نام پکیج

tidyverse  های محبوبای از پکیجپکیج مجموعهاین R ها ها است. این پکیجبرای تحلیل و تجسم داده

این   .اندبر پایه دستورهای ساده و خوانا طراحی شده (dplyr ،ggplot2 ،tidyr ،readr)مانند 

 .سازدصورت ساختارمند، سریع و قابل فهم آسان میها را بهکار با دادهپکیج 

Wickham et al., 2019 

caret  های یادگیری ماشین است. این برای ساخت، آموزش و ارزیابی مدلپکیج ابزاری قدرتمند این

 اعتبارسنجی متقابل و  (tuning) پردازش داده، تنظیم پارامترهاپکیج فرآیندهایی مانند پیش

(cross-validation) از صدها الگوریتم مختلف پشتیبانی کرده . این پکیج کندسازی میرا ساده

 .سازدها فراهم میعملکرد مدل و محیطی یکپارچه برای مقایسه

Kuhn, 2008 

randomforest بندی و رگرسیون رود. این پکیج برای طبقهکار میبهی های جنگل تصادفبرای ساخت مدل

برازش، و قابل استفاده برای ارزیابی اهمیت متغیرها است. بسیار دقیق، مقاوم در برابر بیش

 .بسیار مناسب است های بزرگ و پیچیدهعملکرد آن برای داده

Liaw and Winer, 2002 

ggplot2 شود. این پکیج امکان ساخت برای ترسیم نمودارهای آماری زیبا و قابل تنظیم استفاده می

کند. ابزاری قدرتمند برای تحلیل و نمایش ها را فراهم میبندی دادهنمودارهای پیچیده با لایه

 .هاستبصری داده

Wickham, 2016 

terra های متنوعی رود. این پکیج قابلیتهای مکانی و رستری به کار میرای تحلیل و پردازش دادهب

 .های جغرافیایی داردوتحلیل دادهبرای خواندن، نوشتن، پردازش و تجزیه
Hijmans, 2020 

sf های مکانی مانند نقطه، خط این پکیج انواع هندسه. های مکانیخواندن، نوشتن و تحلیل داده

کار  ()st_crsو  ()st_read() ،st_intersectionکند و با توابعی مثل و چندضلعی را پشتیبانی می

خوبی سازگار است و امکان تحلیل و ترسیم به ggplot2 و tidyverse کند. همچنین بامی

 .کندهای مکانی را فراهم میداده

Pebesma and Bivand, 2023 

dplyr راحی شده است. این پکیج توابع ساده و ط های جدولیبرای دستکاری و تحلیل داده

. این کندها فراهم میسازی و ترکیب دادهبندی، خلاصهقدرتمندی برای فیلتر کردن، گروه

 .استاست و برای کدنویسی خوانا و مؤثر بسیار مناسب   tidyverseخشی از مجموعه پکیج ب

Wickham, 2015 

  



 

 

 2های طیفی استخراج شده از تصاویر ماهواره سنتینل شاخص -3جدول 

 رفرنس رابطه شاخص طیفی
𝐵2√ (Salinity Index- SIشاخص شوری ) × 𝐵4 

(Allbed et al., 2014) 

𝐵32√ (Salinity Index- SI2) 2شاخص شوری  + 𝐵42 +𝐵8𝐴2 
𝐵32√ (Salinity Index- SI3) 3شاخص شوری  + 𝐵42 

𝐵2 (Salinity Index- S1شاخص شوری  ) 𝐵4⁄  
𝐵2) (Salinity Index- S2شاخص شوری  ) − 𝐵4) (𝐵2 + 𝐵4)⁄  
𝐵3) (Salinity Index- S3شاخص شوری  ) × 𝐵4) 𝐵2⁄  
𝐵2) (Salinity Index- S5شاخص شوری  ) × 𝐵4) 𝐵3⁄  
𝐵4) (Salinity Index- S6شاخص شوری  ) × 𝐵8𝐴) 𝐵3⁄  

T  (Salinity Index T- SI-T) (𝐵4شاخص شوری  𝐵8𝐴⁄ ) 100⁄  
 Normalizedشاخص تفاوت شوری نرمال شده )

Difference Salinity Index- NDSI) 
(𝐵4 − 𝐵8𝐴) (𝐵4 + 𝐵8𝐴)⁄  

𝐵42√ (Brightness Index- BIشاخص شفافیت ) + 𝐵8𝐴2 

 Canopy Responseشاخص واکنش به شوری تاج پوشش )

Salinity Index- CRSI) √
𝐵8𝐴 × 𝐵4 − 𝐵3 × 𝐵2

𝐵8𝐴 × 𝐵4 + 𝐵3 × 𝐵2
 (Scudiero et al., 2014) 

𝐵3) (Intensity Index 1- Int1) 1شاخص شدت  + 𝐵4) 2⁄  (Fourati et al., 2015) 
𝐵3) (Intensity Index 2- Int2) 2شاخص شدت  + 𝐵4 + 𝐵8𝐴) 2⁄  

 Normalizedشاخص تفاوت پوشش گیاهی نرمال شده )

Difference Vegetation Index- NDVI) 
(𝐵8𝐴 − 𝐵4) (𝐵8𝐴 + 𝐵4)⁄  (Cho et al., 2018) 

 Enhancedشاخص پوشش گیاهی ارتقا یافته )

Vegetation Index- EVI) 
2.5 × (𝐵8𝐴 − 𝐵4)

𝐵8𝐴 + 6 × 𝐵4 − 7.5 × 𝐵2 + 1
 (Qiu et al., 2019) 

حاشیه سرخ شاخص تفاوت پوشش گیاهی نرمال شده 

1(Normalized Difference Vegetation Index 

red edge 1- NDVIre1) 
(𝐵8𝐴 − 𝐵5) (𝐵8𝐴 + 𝐵5)⁄  

(Chen et al., 2020) 

شاخص تفاوت پوشش گیاهی نرمال شده حاشیه سرخ 

2(Normalized Difference Vegetation Index 

red edge 2- NDVIre2) 
(𝐵8𝐴 − 𝐵6) (𝐵5 + 𝐵6)⁄  

 Normalized)1تفاوت نرمال شده حاشیه سرخ 

Difference red edge 1- NDre1) 
(𝐵6 − 𝐵5) (𝐵6 + 𝐵5)⁄  

 Normalized)1تفاوت نرمال شده حاشیه سرخ 

Difference red edge 2- NDre2) 
(𝐵7 − 𝐵5) (𝐵7 + 𝐵5)⁄  

 Triangular) 1شاخص مثلثی کلروفیل حاشیه سرخ 

Chlorophyll Index Red Edge 1- TCIre1) 1.2 × (𝐵5 − 𝐵3) − 1.5 × (𝐵4 − 𝐵3) × √𝐵5 𝐵4⁄  

 Modified Soilشاخص پوشش گیاهی تغییر یافته )

Adjusted Vegetation Index- MSAVI) 
2 × 𝐵4 + 1 −√(2 × 𝐵8𝐴 + 1)2 − 8 × (𝐵8𝐴 − 𝐵4)

2
 

 Normalizedشاخص تفاوت نرمال شده خشکی )

Difference Drought Index- NDDI) 
(𝑁𝐷𝑉𝐼 − 𝑁𝐷𝑊𝐼) (𝑁𝐷𝑉𝐼 + 𝑁𝐷𝑊𝐼)⁄  

 Soil Moistureشاخص پایش رطوبت خاک )

Monitoring Index- SMMI) √𝐵8𝐴2 +𝐵112 √2⁄  

Normalized Shortwave- infrared Difference 

SM index 3 (NSDSI3) (𝐵11 − 𝐵12) (𝐵11 + 𝐵12)⁄  (Yue et al., 2019) 

 Normalizedشاخص خشکی نرمال شده چند باندی )

Multiband Drought Index-NMDI) 
𝐵8𝐴 − (𝐵11 − 𝐵12)

𝐵8𝐴 + (𝐵11 + 𝐵12)
 

(Hazaymeh & Hassan, 

2017) 

 Normalized Differenceشاخص تفاوت نرمال شده آب )

Water Index- NDWI) 
(𝐵8𝐴 − 𝐵11) (𝐵8𝐴 + 𝐵11)⁄  

 Visible andشاخص خشکی موج مرئی و کوتاه )

Shortwave Drought Index- VSDI) 
1 − (𝐵12 + 𝐵4 − 2 × 𝐵2) 

متری بر روی هر کدام از باغات مورد بررسی ایجاد  10در  10های مختلف، یک شبکه منظم بینی مقادیر شوری در سالبرای پیش

اجرا  Rبرای مقادیر استخراج شده الگوریتم جنگل تصادفی در استخراج شد.  GEEشد، مقادیر متغیرهای کمکی برای هر نقطه توسط 

 تبدیل به رستر و نقشه شدند.  Rبینی شده توسط بینی شد. مقادیر پیششد و مقدار شوری خاک پیش



 

 

 نتایج و بحث

اصلی و نشان داده شده است. بر این اساس هرچند بین متغیر  2( در شکل ECبین متغیرهای کمکی و اصلی )همبستگی پیرسون 

تک تک متغیرهای کمکی همبستگی قوی وجود ندارد، ولی برخی متغیرهای کمکی با یکدیگر همبستگی مثبت یا منفی نشان 

های رگرسیون و یادگیری ماشین موثر ( در مدلMulticollinearityخطی )تواند برای شناسایی مشکلات هماین شکل میدهند. می

گام برای تعیین رابطه بههای رگرسیون گامتوان از مدلخطی بین متغیرهای کمکی نمیوجود همواقع شود. به این ترتیب به دلیل 

 . (Xi et al., 2024) بین شوری خاک و متغیرهای کمکی استفاده کرد

 

 (ECپلات همبستگی بین جفت متغیرهای کمکی و اصلی ) -2شکل 

گیری شده مقادیر شوری متوسط خاک اندازه 3داده شد. شکل درخت تصمیم آموزش  500مدل جنگل تصادفی مورد استفاده با 

زیمنس بر متر و دسی 103/1این مدل  RMSEمقدار دهد. بینی شده توسط مدل جنگل تصادفی را نشان میدر مقابل مقادیر پیش

 بود.  932/0در دسته آموزش  2Rمقدار 

 

 توسط جنگل تصادفی در دسته آموزشبینی شده گیری و پیشهمبستگی بین مقادیر اندازه -3شکل 



 

 

( استفاده شد. رابطه رگرسیون Leave One Out Cross Validation LOOCVبرای اعتبارسنجی از روش کنارگذاشتن یک نقطه )

نشان داده  4بینی شده در این دسته به همراه خط برازش داده شده و خط یک به یک در شکل گیری شده و پیشبین مقادیر اندازه

 زیمنس بر متر بود. دسی 59/2در این دسته  RMSEمقدار است. شده 

 

 

 بینی شده توسط جنگل تصادفی در دسته آزمونگیری و پیشهمبستگی بین مقادیر اندازه -4شکل 

هایی هستند که با وضعیت تنش در پوشش گیاهی رابطه دارند. به همین های طیفی استفاده شده در این تحقیق، شاخصشاخص

( نشان دادند که با استفاده از الگوریتم جنگل 2024توانند منعکس کننده عملکرد گیاه نیز باشند. سیدمحمدی و همکاران )میدلیل 

 های مختلف کشور را توضیح داد. درصد تغییرپذیری عملکرد باغات پسته در استان 96توان تصادفی می
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 وژه زهکشی و بهسازی خاک تنور لاهور در استان یزدنقشه و نمودار تغییرات میانگین شوری خاک پر -5شکل 

 2021و  2020، 2019های بینی شده در سالهای مختلف مشاهده شد که مقادیر شوری خاک پیشپس از تعمیم نتایج به سال

ها حذف شد. لهای قبل و بعد از آن بود. به همین دلیل نتایج این سابرای تمام مناطق مورد بررسی بطور چشمگیری بیشتر از سال

نیز تصاویر سنتینل فاقد تصحیح اتمسفری بودند. به همین دلیل برای تمام نقاط مورد بررسی نقشه  2017تا  2015های برای سال

نشان  1ها کلاس نشان داده شده است. در تمامی این شکل 2024و  2023، 2022، 2018های تغییرات شوری خاک در سال

 8دهنده شوری نشان 3زیمنس بر متر، کلاس دسی 8تا  5دهنده شوری نشان 2س بر متر، کلاس زیمندسی 5تا  0دهنده شوری 

 20تا  16دهنده شوری نشان 5زیمنس بر متر و کلاس دسی 16تا  12دهنده شوری نشان 4کلاس ، زیمنس بر متردسی 12تا 
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خاک پروژه زهکشی و بهسازی خاک تنور لاهور در  نقشه و نمودار تغییرات میانگین شوری 5باشد. شکل زیمنس بر متر میدسی

توان افزایش یافته است. بدین ترتیب می 2کاهش و کلاس  3دهد. بر این اساس مساحت اراضی کلاس استان یزد را نشان می

( 1396ل گیری کرد که شوری خاک در محدوده این پروژه رو به کاهش است. با توجه به زمان احداث این پروژه زهکشی )سانتیجه

-کاهش شوری خاک تا زمان رسیدن به یک سطح تعادلی مورد انتظار است. زمان رسیدن به سطح تعادلی جدید در آبیاری با آب

( و بسته به سطح شوری اولیه خاک و شوری آب Mehdi Tounsi et al., 2017های مختلف، متفاوت است )های با شوری

 هشی باشد. تواند افزایشی یا کاآبیاری، این روند می

 

 

 در استان یزد مرتاضیهنقشه و نمودار تغییرات میانگین شوری خاک باغ  -6شکل 
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دهد. بر این اساس شوری خاک در نقشه و نمودار تغییرات میانگین شوری خاک باغ مرتاضیه در استان یزد را نشان می 6شکل 

های متمادی دهد. این مجموعه در طی سالاهشی نشان میروند ک 2023نسبت به قبل از آن روند افزایشی و در سال  2022سال 

های نسبتاً ثابت به سطحی از تعادل رسیده است و نوسانات جزیی شوری خاک احتمالاً مربوط به تغییرات آبیاری با آبهایی با شوری

 (. Shamsi et al., 2022مدیریت آبیاری بوده است )

 

 

 

 شوری خاک باغ رضایی در استان یزد نقشه و نمودار تغییرات میانگین -7شکل 
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 3دهد. بر این اساس مساحت کلاس نقشه و نمودار تغییرات میانگین شوری خاک باغ رضایی در استان یزد را نشان می 7شکل 

های مورد افزایش یافته است که نشان دهنده روند شور شدن خاک در طی سال 4کاهش یافته و به همان نسبت مساحت کلاس 

ها شده است. از طرفی های اخیر سیاست قطع برق در طی فصل گرم سال منجر به افزایش فاصله بین آبیاریت. در سالبررسی اس

دهد و به همین چون حجم آبیاری در هر دور ثابت است، مقدار آبیاری در بسیاری از موارد کفاف تامین نیاز آبی و آبشویی را نمی

عنوان منبع آب های اخیر هر چند افزایش جزئی در شوری آب زیرزمینی بهد. در سالافتدلیل شور شدن تدریجی خاک اتفاق می

های خارج از پژوهش(، اما این تغییرات کسر آبشویی است که منجر به تغییر شوری خاک در این آبیاری اتفاق افتاده است )داده

 (.Hasheminejhad, 2011سطح شده است )

 

 

 میانگین شوری خاک باغ دادیار در استان خراسان رضوی نقشه و نمودار تغییرات -8شکل 
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دهد. بر این اساس مساحت نقشه و نمودار تغییرات میانگین شوری خاک باغ دادیار در استان خراسان رضوی را نشان می 8شکل 

شدن نسبی خاک در افزایش یافته است که نشان دهنده روند شور  4نسبتاً کاهش یافته و به همان نسبت مساحت کلاس  3کلاس 

توان مانند مورد قبل به قطع برق تر را میهای مورد بررسی است. علت این روند افزایشی در بین باغداران کوچک مقیاسطی سال

های پژوهش های خارج از پژوهش نشان دهنده تغییرات نامحسوس شوری آب آبیاری در طی سالنسبت داد. در این مورد نیز داده

برداران است و معمولاً های اخیر و پس از نصب کنتورهای هوشمند، مدیریت زمان برداشت آب در اختیار بهرهر سالاست. از طرفی د

شود که امکان آبیاری زمستانه وجود داشته باشد. کشاورزان انتخاب شده در پژوهش همگی جزو کشاورزان ریزی میطوری برنامه

توان به دهند و به همین دلیل این تغییرات را میی زمستانه و کوددهی را انجام میهای اصلاح خاک، آبیاررو بوده و فعالیتپیش

 کاهش حجم آبیاری نسبت داد. 

 ,Ritzema) افتدباشند در اثر ناترازی آبیاری و زهکشی اتفاق میتحت آبیاری که فاقد مشکل زهکشی می یهاخاک تجمع نمک در

دهند که منجر به تجمع نمک در در طی فصل رشد آبیاری به مقدار کمتر از نیاز انجام میطور معمول بهکاران ایرانی پسته. (2016

. (Dehghani et al., 2023)دهندشود و در عوض در فصل زمستان عملیات آبیاری و آبشویی زمستانه را انجام میمنطقه ریشه می

بشویی یکنواخت زمستانه باعث هدررفت آب در برخی این در حالی است که شوری خاک در همه سطح باغ بطور یکنواخت نیست. آ

برداری گسترده است که . تعیین این غیریکنواختی در سطح مزرعه نیازمند نمونهشودمناطق و باقی ماندن نمک در مناطق دیگر می

شده در این پژوهش  سازد. روش پیشنهادهای مختلف را غیرممکن میزمان و هزینه زیادی دربردارد و عملاً تکرار آن در طی سال

آورد که با های سنجش از دور و الگوریتم جنگل تصادفی فراهم میامکان ارائه نقشه تغییرات شوری خاک را با استفاده از شاخص

 تشخیص دهند کدام مناطق از مزرعه نیازمند آبشویی زمستانه بیشتری است. توانند استفاده از آن کشاورزان می

 گیرینتیجه

، توان 2-ای سنتینلشده از تصاویر ماهوارهگیری از متغیرهای استخراجتحقیق نشان داد که مدل جنگل تصادفی با بهرهنتایج این 

های آموزش و داده های یزد و خراسان رضوی دارد. دقت بالای مدلبینی تغییرات شوری خاک در باغات پسته استانبالایی در پیش

دهد. بررسی تغییرات فضایی شوری نیز قبولی را در برآورد شوری خاک نشان میعملکرد قابلآزمون، همراه با مقدار خطای پایین، 

نشان داد که در برخی مناطق مانند پروژه زهکشی تنور لاهور، کاهش شوری مشاهده شده و اثر مثبت اقدامات مدیریتی قابل مشاهده 

وری هشداردهنده است. این نتایج بر اهمیت پایش مستمر و است، در حالی که در مناطقی مانند مزرعه رضایی، روند افزایش ش

های یادگیری ماشین برای مدیریت مؤثر شوری خاک های سنجش از دور و الگوریتماستفاده از ابزارهای پیشرفته مانند ترکیب داده

کاهش عملکرد محصولات جلوگیری خاک و  شورشدنکار گرفته شود تا از تواند در سایر مناطق کشاورزی شور نیز بهتأکید دارد و می
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