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ABSTRACT 

Estimating runoff created by rainfall is a very important step in water resources planning, especially in 

ungauged River Basins. Therefore, research on models simulating the river flow with minimum error in the 

river basins is necessary. In this study, rainfall-runoff simulation of Minab watershed was done using data 

mining methods and their performance was compared to present the proper one. For this purpose, eight data 

mining algorithms including Model Tree (MT), Random Forest (RF), Support Vector Machines (SVM), 

Bayesian Ridge Regression (BRR), Gaussian Process (GP), Extreme Gradient Boosting (XGB), Artificial 

Neural Network (ANN), and Multivariate Adaptive Regression Splines (MARS) were used. Coefficient of 

determination (R2), root mean square error (RMSE), mean absolute error (MAE) and Taylor diagram were used 

to evaluate the model performance. The results indicated that the MARS model had the best performance among 

the all models to simulate the monthly discharge of the Minab watershed. Also, the SVM model with (RSME 

=7.73) has a good performance. The other models also performed relatively close to each other (The XGB 

model with 9.98 had the highest and the MARS model with 7.7 had the lowest RMSE). Then, by entering the 

values of sea level temperature (PGSST) in the simulation process, the effect of this parameter on the simulation 

results was investigated. The results showed that PGSST values did not improve the runoff simulation results 

in the study area. 
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 کاوی های دادهرواناب آبخيزهای مناطق ساحلی در نزديکی تنگه هرمز با استفاده از روش-سازی بارشمدل

 3، سيد محمد جعفر ناظم السادات2کار آراسته، پيمان دانش*1، رسول مهدوی نجف آبادی1، حسن وقارفرد1مجتبی محمدی

 .دانشگاه هرمزگان، بندرعباس، ایران، دانشکده کشاورزی و منابع طبیعی، گروه مهندسی منابع طبیعی. 1

 .(، قزوین، ایران)ره ، دانشگاه بین المللی امام خمینیکشاورزی و منابع طبیعیگروه علوم و مهندسی آب، دانشکده . 2

 .مهندسی آب، دانشکده کشاورزی، دانشگاه شیراز، شیراز، ایران گروه. 3

 (15/10/1399تاریخ تصویب:  -13/8/1399تاریخ بازنگری:  -18/6/1399)تاریخ دریافت: 

 چکيده

ی هاویژه در آبخیزهای فاقد ایستگاهریزی منابع آب بهبرآورد رواناب ناشی از وقوع بارندگی، گامی بسیار مهم در برنامه

 اها و با کمترین خطا، جریان رودخانه رهایی که بتواند در این حوضههیدرومتری است. بنابراین پژوهش در ارتباط با مدل

 رواناب آبخیز سد استقلال میناب -سازی بارشناپذیر است. در این مطالعه به شبیهسازی نمایند یک ضرورت اجتنابشبیه

رواناب برای این منطقه پرداخته  -ترین مدل بارشکاوی و مقایسه عملکرد آنها و ارائه مناسبهای دادهبا استفاده از روش

کاوی شامل الگوریتم جنگل تصادفی، ماشین بردار پشتیبان، شبکه عصبی مصنوعی، شد. برای این منظور از هشت مدل داده

، مدل اسپلاین چند متغیره رگرسیون انطباقی، مدل فرایند M5، مدل درختی گرادیان شدید های ارتقایالگوریتممدل 

فاده در این تحقیق از های مورداستمنظور ارزیابی مدلگوسی، مدل بیزی جمعی رگرسیون درختی استفاده گردید. به

معیارهای ارزیابی ضریب تعیین، ریشه میانگین مربعات خطا و میانگین خطای مطلق و همچنین نمودار تیلور استفاده شده 

سازی برای شبیه هابهترین عملکرد را در بین مدل . نتایج  نشان داد که  مدل اسپلاین چند متغیره رگرسیون انطباقی، است

 (RSME) خطای جذر میانگین مربعاتنیز با مقدار  مورد مطالعه داشته است. مدل ماشین بردار پشتیبان دبی ماهانه آبخیز

، اندها نیز عملکرد نسبتاً نزدیک به هم داشتهمترمکعب در ثانیه عملکرد مناسبی داشته است. بقیه مدل 73/7برابر 

مترمکعب در ثانیه بالاترین و مدل اسپلاین چند متغیره  98/9با مقدار  گرادیان شدید های ارتقایالگوریتمکه مدل طوریبه

اند. در ادامه با وارد نمودن مقادیر دمای را داشته RMSEمترمکعب در ثانیه کمترین مقدار  7/7با مقدار  رگرسیون انطباقی

یج زی پرداخته شد. نتاساسازی به بررسی اثر این پارامتر بر نتایج شبیهبه فرایند شبیه (PGSSTسطح دریا خلیج فارس )

 سازی رواناب در منطقه مورد مطالعه نگردید. موجب بهبود نتایج شبیه PGSSTنشان داد که مقادیر 

 .کاوی، میناب، دمای سطح دریا، خلیج فارسرواناب، داده-بارش :های کليدیواژه
 

 مقدمه
از نزولات آسمانی با توجه به  توجهیقابلبخش  طورکلیبه

ناب شود. روازیوگرافی آبخیزها به رواناب تبدیل میهای فیویژگی

حاصل از بارش و ذوب برف یکی از منابع اصلی برای تحقق 

 کهطوریبهنیازهای کشاورزی، صنعتی و مصارف خانگی است؛ 

های جریان رواناب، تخصیص ریزان منابع آب با تکیه بر دادهبرنامه

 ,.Worland et al)کنند منابع آب به این مصارف را تعیین می

بنابراین، برآورد رواناب ناشی از وقوع بارندگی، گامی بسیار (. 2018

ریزی منابع آب است. تعداد زیادی از آبخیزها در مهم در برنامه

های ایران و بیشتر کشورهای در حال توسعه، فاقد ایستگاه

گیری شده از رواناب در های اندازههیدرومتری هستند و یا داده

                                                                                                                                                                                                 

 ra_mahdavi2000@yahoo.comنویسنده مسئول:  *

1 Physically Based Models 
2 Data-Driven Models 

مناسب برای اهداف  کهطوریبهیار محدود است؛ آنها بس

لذا، . (Dastorani et al., 2018) ریزی منابع آبی نیستندبرنامه

های مختلف ریزی به مدلبرنامه منظوربهمدیران منابع آب 

 Razavi and) بینی جریان رواناب وابسته هستندپیش

Coulibaly, 2013; Luce, 2014.)   
های ریاضی های مدلبینیود پیشهای اخیر، بهبطی دهه

های فاقد ایستگاه ویژه حوضهرواناب در آبخیزها به -بارش

ها بوده است که منجر به گیری، هدف اصلی هیدرولوژیستاندازه

 ,.Hrachowitz et al)های سریع در این زمینه شده است پیشرفت

رواناب  -بارش شدهشناختههای ریاضی ، مدلطورکلیبه .(2013

)همچون  1های دارای مبنای فیزیکیتوان در دو گروه مدلمی را

)همچون  2محورهای دادههای هیدرولوژیکی مفهومی( و مدلمدل

mailto:ra_mahdavi2000@yahoo.com
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بندی نمود ( تقسیم1شبکه عصبی مصنوعی و ماشین بردار

(Farmer and Vogel, 2016; Niu et al., 2019.) های مدل

 2ی جعبه سفیدهامدل عنوانبهتوزیعی دارای مبنای فیزیکی که 

(Yaseen et al., 2016) شوند، فرآیندهای نیز شناخته می

اندارد عنوان یک استکنند و بههیدرولوژیکی را با دقت بالا بیان می

های شوند. مدلرواناب در نظر گرفته می -سازی بارشبرای مدل

نیز  ( 2016et alYaseen ,.) 3های جعبه سیاهمحور که مدلداده

های هایی که دادهند، برای مناطق و حوضهشونامیده می

شده از محیط فیزیکی آنها دارای محدودیت است، اما گیریاندازه

دارند، یک ابزار  با طول دوره آماری بالاهای بارش و رواناب داده

توسعه فنون (. Iorgulescu and Beven, 2004) مناسب نیستند

های توانایی همراه با افزایش سریع 4پیچیده یادگیری ماشین

ها در زمینه ای منجر به گسترش پژوهشمحاسباتی رایانه

محور های دادهبینی رواناب مبتنی بر مدلهای پیشرفته پیشروش

 بر. (Shortridge et al., 2016) های گذشته شده استدر دهه

های (، روش2015و همکاران ) Yaseen بندیتقسیماساس 

محور در چهار گروه ای دادههبینی جریان مبتنی بر مدلپیش

های فازی، محاسبات تکاملی و یادگیری ماشین، مجموعه

ر، های اخیدر سالشوند. بندی میهای ترکیبی موجک تقسیممدل

 یندهایفرا سازیتوانایی مدل کهآنکاوی به علت داده هایروش

جریان رودخانه را بدون نیاز به اطلاعات  یستایا ریغو  غیرخطی

 موردتوجهن دارند، در هیدرولوژی و مدیریت منابع آب فیزیکی آ

در  کاویعنوان نمونه از فنون دادهبهقرار گرفته است.  پژوهشگران

 Worland et al., 2018; Dastorani)رواناب  -سازی بارششبیه

et al., 2018; Niu et al., 2019; Sezen et al., 2019; Feng et 

al., 2019)، بینی سیلاب پیش(Chen et al., 2020(b); Eini et 

al., 2020) جریان رسوب ،(Kumar et al., 2019; Khosravi et 

al., 2020)( فرسایش آبی ،Pourghasemi et al., 2017; 

Pourghasemi and Rahmati, 2018،)  تبخیر و تعرق(Granata, 

2019; Mehdizadeh, 2018)، لغزشزمین (Panahi et al., 

و دمای  (Gholami et al., 2020)گرد و غبار  ، منشأیابی(2020

ارائه شده است. در ایران نیز  (Wolf et al., 2020)سطح دریا 

Sattari et al. (2016) سازی دبی سیلاب رودخانه اهرچای به شبیه

در مقیاس ساعتی با استفاده از روش یادگیری ماشین پرداختند، 

ردار پشتیبان ها نشان داد که روش رگرسیون ماشین بیافته

 Ghorbani et alهای ها دارد. یافتهبهترین دقت را در بین مدل

نیز نشان داد که استفاده  Bagherpour et al (2019) و  (2016)

در دقت  ایملاحظهقابلمحور منجر به افزایش های دادهاز روش

                                                                                                                                                                                                 
1 Support Vector Machine 
2 White Box 

های بینی جریان روزانه و ماهانه دبی در حوضهنتایج پیش

های هیدرولوژیکی جعبه خاکستری به مدل نسبت موردمطالعه

بینی دبی پیش منظوربهنیز  Samadi et al (2019)شده است.  

های ماهانه ورودی به سد بوستان در استان گلستان از مدل

ای هکاوی و ترکیبی استفاده نمودند. برای این منظور از مدلداده

مانی های زشبکه عصبی مصنوعی، ماشین بردار پشتیبان و سری

های این محققین نشان داد که مدل سری استفاده نمودند. یافته

ها داشته تری را نسبت به بقیه مدلمناسب عملکردزمانی 

های به بررسی ارزیابی عملکرد روشی Ahmadi (2019)است.

( و سیستم استنتاج عصبی فازی SVMبردار پشتیبان )ماشین

پرداخت. نتایج  بینی جریان ماهانه( در پیشANFISتطبیقی )

از عملکرد بهتری نسبت به مدل  SVMنشان داد که روش 

ANFIS بینی جریان برخوردار است.در پیش 

در حجم منابع آب  راتییتغ، آمدهعملبههای طی بررسی
ت از نوسانات گرما و رطوب یناش یمیاقل راتییدر ارتباط با تغنیز 

 ;Bergström et al., 2001استاز دور  وندیپ یدر الگوها وارین

Evans et al., 1998) .)وسیلهمفهوم پیوند از دور ابتدا به 

Ångström (1935)  ارائه گردید که ارتباط بین تغییرات
نماید ها را از راه دور توصیف میهای نیواری و ناهنجاریجریان

(Wang et al., 2019 به بیانی دیگر گاهی اجزای سیستم اقلیمی .)
کنند انی دورتر از محل وقوع آن تحمیل میاثرات خود را بر مک

پیوند از  .موسوم است "پیوند از دور"که این گونه تأثیرگذاری به 
های جریان رواناب را تواند سازوکار فیزیکی و علت پدیدهدور می

 صورتروشن سازد. در دهه اخیر، استفاده از فنون پیوند از دور به
بینی لوژی همچون پیشهای مختلف هیدروای در زمینهفزاینده

(، محاسبه حجم توده برف Peters et al., 2013رواناب )
(Sobolowski and Frei, 2007آنالیز و پیش ،)( بینی بارشHe 

and Guan, 2013; Kirono et al., 2010; Mekanik et al., 

 Guan et al., 2015کربن نیوار ) اکسیددی(، تخمین میزان 2015

و نظایر آنها، رواج  (Chiew et al., 1998) بینی خشکسالی(، پیش
( یکی از جالب SSTهای دمای سطح دریا )اند. نوسانیافته
های سازوکار پیوند از دور است. این نمایه یکی از ترین نمونهتوجه
ای در ارزیابی پیوند اقلیمی دریا و های ارزشمند و پایهنمایه

بینی رواناب یشتواند به پ( که میHeburn, 1985خشکی است )
های اخیر، در سال کهطوریبه (،Sundy et al., 2014)کمک کند 

مطالعات متعددی بر روی بررسی شرایط اولیه و مرزی درجه 
حرارت سطح دریا که قادر به تأثیرگذاری بر روی رواناب مناطق 

 ;Jansa et al., 2014اند )ساحلی هستند، متمرکز شده

Drobinski et al., 2018 )ین تأثیر در مناطق ساحلی که دارای ا

3 Black Box 
4 Machine Learning Techniques 
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های و بارش( Senator et al., 2020)توپوگرافی پیچیده بوده 
 ,.Rasoli et al) فصلی منشأ اصلی رواناب این مناطق هستند

 و Nazemosadat et al (1995)تر است. در ایران نیز (، قوی2012
Nazemosadat (1998)  های دمای ساختند که نوسان روشن

های بارش در داری بر نوساننشان معنی آب خلیج فارسسطح 
های آب. های جنوب غربی و جنوبی ایران داردگستره بسیاری از

نقش ارزشمندی در  کهآنخلیج فارس و دریای عمان افزون بر 
نیز  ررنگیپ ایران دارند، پیشینۀ اجتماعی مردم -زندگی اقتصادی

ویژه پهنهدر ایران و بههوایی  و گوناگون آب در پیدایش الگوهای
(. بررسی تحقیقات Nazemosadat et al, 2014) دارند های جنوبی

طح های دمای سگرفته بیانگر آن هستند که شناخت نوسانصورت
توانند در مدیریت منابع آب های آبی خلیج فارس میآب در پهنه

ویژه محیطی در نواحی جنوبی کشور بههای زیستو فعالیت
 ه خلیج فارس و تنگه هرمز استفاده شوند. سواحل حاشی

میانگین بارندگی مناطق جنوبی کشور در نزدیکی سواحل 
دار این مق کهطوریبهاست.  میانگین کشوریتنگه هرمز کمتر از 

کاهش یافته است،  دلیل تغییرات اقلیمیبههای اخیر نیز در سال
ی نیاز گوپاسخمخازن و سدهای آبی موجود در منطقه  کهطوریبه

های زیرزمینی دشت میناب در این بین، آب نیست. منطقه فعلی
 موردنیازدرصد آب  50 کنندهتأمینو سد استقلال به عنوان 

بندرعباس و اراضی کشاورزی میناب از اهمیت ویژه برخوردار 
ر د بندرعباسشهرستان زیاد  ز سوی دیگر رشد و توسعهاست. ا

 در این مناطق آبی منابع زموجب شده است که نیاهای اخیر سال
 مقداربینی پیش لذا، تعیین آب ورودی وشود.  روز بیشتر به روز

های پیش روی این های این مناطق یکی از چالشآن در رودخانه
بینی پیش با هدفمناطق است. بنابراین در این مطالعه در ابتدا 

  سازی بارششبیه بهآبیاری  مین آبأمقدار آب ورودی به سد و ت
 

اوی کهای دادهرواناب آبخیز سد استقلال میناب با استفاده از روش

ای رواناب بر -ترین مدل بارشو مقایسه عملکرد آنها و ارائه مناسب
 SST ریمتغشود. در ادامه با وارد نمودن این منطقه پرداخته می

های دیگر مدل به بررسی این به عنوان یک ورودی در کنار ورودی
سازی به فرایند مدل SST ریمتغشود که ورود می پرسش پرداخته

شود؟ به سازی میرواناب، چگونه موجب بهبود نتایج مدل -بارش
آیا  SSTروز های بهبیان دیگر با توجه به در اختیار بودن داده

های فاقد عنوان متغیر اصلی در حوضهتوان از این متغیر بهمی
 رواناب استفاده -بارش سازیاطلاعات هیدرومتری به منظور شبیه

 نمود یا خیر؟

 هامواد و روش

 موردمطالعهمنطقه 

در شمال  کیلومترمربعهزار  72استان هرمزگان با مساحتی حدود 
تنگه هرمز واقع شده است. میانگین نزولات آسمانی سالانه این 

متر با پراکنش زمانی و مکانی ناهماهنگ میلی 185استان کمتر از 
های مخرب و رگبارهای شدید به همراه سیلاب و غالباً به صورت

(. رودخانه Bayat varkashi and Gheysari, 2018زودگذر است )
کیلومتری شرق بندرعباس با مساحت آبخیز  95میناب در 

( و در فاصله بین Nohegar et al, 2016) کیلومترمربع 200/10
ی عرض شمال 28°  32'تا  27 °شرقی و  57 °  59'تا  °56  48'

های جگین و رودان در فاصله حدود هم پیوستن رودخانهپس از به
 ,Nohegar et alآید )وجود میکیلومتری سد استقلال به 20

ترین آبخیزهای سواحل ترین و مهم(. این آبخیز از بزرگ2013
دریای عمان و خلیج فارس در استان هرمزگان است که از لحاظ 

های پرآب محسوب شده و منابع آب و کشاورزی یکی از حوضه
، (1)آب آن نیز از لحاظ شرب دارای کیفیت مناسبی است. شکل 

 دهد.موقعیت آبخیز میناب را نشان می

 
 موردمطالعهموقعيت حوضه آبخيز   -1شکل 
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 هاداده

 های هيدرومتئولوژيکیداده

سازی شدت جریان ایستگاه منظور شبیهدر این مطالعه به

های هیدرومتری و تبخیرسنجی ز دادههیدرومتری برنطین، ا

و 1394-1346برداری های دارای دوره دادهماهانه ایستگاه

های ایستگاه سینوپتیک منظور نتایج بهتر از دادههمچنین به

ها و ، مشخصات ایستگاه(1)بندرعباس نیز استفاده گردید. جدول 

 دهد.را نشان می مورداستفادهپارامترهای ورودی 
 در تحقيق مورداستفادهها و پارامترهای ورودی  قعيت ايستگاهمو -1جدول 

 مقدار متوسط سالانه پارامتر عرض جغرافیایی طول جغرافیایی ارتفاع از سطح دریا )متر( نوع ایستگاه نام ایستگاه

 14/8 (s3m/دبی ) 27° 16' 17" 57° 11' 31" 130 هیدرومتری برنطین

 27° 16' 38" 57° 11' 47" 140 تبخیرسنجی برنطین

 285 (mmتبخیر )

 235 (mmبارش )

 8/28 (coدما )

 272 (mmبارش ) 27° 28' 47" 57° 05' 15" 300 تبخیرسنجی فاریاب

 27° 13' 00" 56° 22' 00" 8/9 سینوپتیک بندرعباس

 9/26 (co) دمای متوسط

 2/32 (co) دمای حداکثر

 6/21 (co) دمای حداقل

 8/64 )%( رطوبت متوسط

 6/83 )%( رطوبت حداکثر

 1/45 )%( رطوبت حداقل

 

 Sea Surface Temperatureهای دمای سطح آب داده

عنوان های هیدرومتئولوژیکی بهدر این مطالعه، علاوه بر داده

های دمای سطح آب خلیج فارس نیز استفاده ورودی مدل از داده

 Mohammadi, (2020)ر از نتایج پژوهش شد. برای این منظو

ای های دماستفاده گردید. این محققین به بررسی تأثیر نوسان

های بارش در پهنه ساحلی ایران سطح آب خلیج فارس بر نوسان

 SSTبرای این منظور سه سلول  در نزدیکی تنگه هرمز پرداختند و

ی عرب در خلیج فارس، دو سلول در دریای عمان، دو سلول در دریا

و یک سلول در دریای سرخ را مورد بررسی قرار دادند و مؤثرترین 

صول ها و فسلول را بر بارش ایستگاه سینوپتیک بندرعباس در ماه

(، نتایج پژوهش این محققین و شکل 2مختلف ارائه نمودند. جدول )

 دهد. ها را نشان می(، موقعیت هر کدام از سلول2)

 

 (Mohammadi, 2020بر بارش ايستگاه سينوپتيک بندرعباس )منبع:  SSTمؤثرترين سلول  -2جدول 
 JAN FEB MAR APR OCT NOV DEC JFM FMA OND  ی سالهاماه

 سلولثرتری ؤم
 SSTب شی

 3و 1سلول 

  SSTشیب

های سلول

 8اب3

 SSTشیب

 2با  1سلول 
 3سلول

 SSTشیب

 7با5سلول

 SSTشیب

 4با3سلول

  SSTشیب

 8با5 سلول

 SSTشیب

 2با  1سلول 

 SSTشیب

 2با  1سلول 

  SSTشیب

 3ا ب5 سلول

OND  اکتبر، نوامبر، دسامبر؛JFM  ژانویه، فوریه، مارس؛FMA  فوریه، مارس، آپریل؛ همچنین منظور از شیبSST ها، شیب اختلاف دمایی بین دو سلول پیکسلSST .است 

 

 
 (Mohammadi, 2020)منبع:  SSTهای موقعيت سلول -2شکل
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 مورداستفاده هایمدل

 1الگوريتم جنگل تصادفی

الگوریتم جنگل تصادفی ابتدا با جایگزینی و تغییر مداوم عوامل 

گیری شده مؤثر و مرتبط با هدف، تعداد زیادی درخت تصمیم

نماید و سپس ترکیب این درختان فردی با هم موجب ایجاد می

 ,Breimanگردد )ها میبینیکاهش واریانس و افزایش دقت پیش

 2استرپ. در این روش، هر درخت تصمیم بر روی نمونه بوت(2001

دست آمده برداری همراه با جایگزینی داده اولیه بهکه با نمونه

های مبتنی بر شود. برخلاف بیشتر روشاست، توسعه داده می

یادگیری ماشین، جنگل تصادفی فقط به دو پارامتر برای تهیه یک 

(، Rodriguez-Galiano et al., 2015بینی نیاز دارد )مدل پیش

 ,.Gholami et al) (x) و عوامل  (K) تعداد درختان رگرسیون

 موردمنظور رشد درختان رگرسیون، ( که در هر گره به2020

در (. Rodriguez-Galianoet al., 2012) رندیگیم قرار استفاده

توان بیان داشت که جنگل تصادفی شامل دو ایده چند کلمه می

در  3مند شامل انتخاب ویژگی تصادفی و کیسه بندیقدرت

(. برای Wu et al., 2014های یادگیری ماشین است )الگوریتم

 Wienerو  Liaw( و 2001) Breimanاطلاعات بیشتر به مطالعات 

 partyتوان مراجعه نمود. در این مطالعه از پکیج می  (2002)

 استفاده شد.  Rافزار آماری نرم

 پشتيبانماشين بردار 

 است شده نظارت یبندطبقه کی بانیپشت نیماش مدل ساختار

استفاده نموده  4یساختار خطر یسازنهیکم ییاستقرا اصل از که

 شود استفاده تواندیم ونیرگرس و یبنددو گروه طبقه یو برا

(Vapnik, 2000 .)یبرا بانیپشت بردار نیماش یبندطبقه مدل 

 قرار مختلف یهاکلاس در که ییهاداده یبندمسائل طبقه حل

 سائلم حل در بانیپشت بردار نیماش ونیرگرس مدل از و رندیگیم

 ,Shawe-Taylor and Cristianini) شودیم استفاده ینیبشیپ

متأثر از انتخاب نوع تابع  SVMبینی یک مدل دقت پیش(. 2000

 7(RBF، خطی و شعاعی )6ای، چندجمله5کرنال همچون حلقوی

که  RBF(. تابع کرنال Pourghasemi and Rahmati,2018) است

، بیشترین کاربرد را در استاستوار  اقلیدسیبر پایه فاصله 

 ;Marjanović et al., 2011محیطی دارد )های زیستسازیمدل

Tien Bui et al., 2012توضیح آماری بیشتر مدل .) SVM  در

 ,Vapnik (1998); Shawe-Taylor and Cristianiniمطالعات 

                                                                                                                                                                                                 
1 Random Forest (RF) 

2 Bootstrap 
3 Bagging 

4 Structural Risk Minimization 

5 Sigmoid 
6 Polynomial 

  LiblineaRارائه شده است. در مطالعه حاضر از بسته 2000

(Helleputte and  Gramme, 2017 )افزار آماری نرمR  استفاده

 گردید.

 شبکه عصبی مصنوعی

های یادگیری های عصبی مصنوعی یک مدل از روششبکه

های عصبی بدن انسان که الهام گرفته از  شبکه ماشینی است

های عصبی شبکه(. Aleotti and Chowdhury, 1999) است

های مختلف بوده که در مصنوعی شامل طیف وسیعی از الگوریتم

 Pourghasemi andهوش مصنوعی و آمار توسعه یافته است )

Rahmati,2018 که از یک گروه به هم پیوسته از  آنجایی( و از

اند، توانایی یادگیری روابط های مصنوعی تشکیل شدهنورون

 ,Fausettبین متغیرهای ورودی و خروجی را داشته ) پیچیده

ه هایی را کبینی پدیده( و قادر به تجزیه و تحلیل و پیش1994

 ,Peddle et al., 1994)باشند دارند، دارا می غیرخطیماهیت 

Arora and Mathur, 2001 .) جزئیات کاربرد روش شبکه عصبی

مختلف از  رواناب در مطالعات -سازی بارشمصنوعی در مدل

. است شدهبیان  Riad et al. (2004)و Zema et al. (2020)جمله 

brnn  (Rodriguez and Gianola, 2020 )در مطالعه حاضر از بسته

 استفاده گردید. Rافزار آماری نرم

  8گراديان شديد های ارتقایالگوريتممدل 

که از   این مدل یک رویکرد یادگیری ماشین گروهی است

سازد می 10، یک یادگیرنده قوی9دگیرهای ضعیفمجموعه یا

(Chemura et al., 2020 مدل .)XGBoost  یک گام بهبود یافته

ارتقای گرادیان  11از روش جزءبندی مبتنی بر درخت بازگشتی

از توسعه  پسمعرفی گردید.  Friedman (2001)که توسط  است

تمیالگور از یکی عنوانبه Chen and Guestrin (2016)توسط 

 مختلف یهانهیزم یبرا نیماش یریادگی کارآمد اریبس یها

 یونیرگرس یهامدل درو  (Chemura et al., 2020) شده شناخته

 Nobre and) استگرفته قرار گسترده استفاده مورد یبندطبقه و

Neves, 2019; Gholami et al., 2020)به  اتیجزئ افتیدر ی. برا

 و Friedman (2001)، Chen and Guestrin (2016)مطالعه 

Nobre and Neves (2019) در مطالعه حاضر از  .گردد مراجعه

استفاده  Rافزار آماری نرمxgboost (Chen et al,2020 (a) ) بسته

 گردید.

M5 12 یدرختمدل 
 

7 Radial Basis Function 

8 Extreme Gradient Bossting (XGBoost) 
9 Weak Learners 

10 Strong Learner 

11 The Recursive Tree-Based Partitioning Method 
12 M5 Tree Model 
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معرفی گردید،   Quinlan (1992)وسیلهبهکه ابتدا  M5مدل درختی 

که سعی بر  ستهای بر پایه درختی ااز مدل ایزیرمجموعه

د های رگرسیونی داربینی متغیرهای عددی با استفاده از مدلپیش

(Nourani et al., 2019) این الگوریتم، درخت تصمیم  کهطوریبه؛

را با رگرسیون خطی ترکیب نموده و از مدل رگرسیون چند 

نماید های درختان رگرسیون استفاده میمتغیره برای برگ

(Wang and Witten, 1996; Etemad-Shahidi and Bonakdar, 

سازد و سپس در ابتدا یک درخت می M5(. مدل درخت 2009

 Etemad-Shahidi and)نماید اطلاعات را از آن استخراج می

Taghipour, 2012) . به این صورت که این الگوریتم در ابتدا با

سازد و های ورودی یک درخت معکوس میاستفاده از داده

کند که مناسب برای را برای هر برگ ایجاد میرگرسیون خطی 

 Bhattacharya and) یک دامنه خاص از فضای ورودی است

Solomatine, 2005).  ساختن، هرس نمودن و هموارسازی سه گام

(. این Zahiri and Nezaratian, 2020) است M5اصلی الگوریتم 

 2معیار را با استفاده از عامل کاهش انحراف 1الگوریتم فضای مسئله

 کند.بندی میتقسیم

𝑆𝐷𝑅(                           1)رابطه  = 𝑠𝑑(𝑇) − ∑
𝑇𝑖

|𝑇|
× 𝑠𝑑(𝑇𝑖) 

که به  های ورودی استای از دادهمجموعه T که در آن،

هایی که از تقسیم گره با توجه به مجموعه iTشوند، ختم می 3گره

 انحراف معیار است sdشوند و ویژگی انتخاب شده حاصل می

(Wang and Witten, 1996; Zahiri and Nezaratian, 2020 .) در

افزار نرمRWeka (Hornik et al,2020 ) مطالعه حاضر از بسته

 استفاده گردید. Rآماری 

  4چند متغيره رگرسيون انطباقی مدل اسپلاين

( توسط MARSمدل اسپلاین چند متغیره رگرسیون انطباقی )

Friedman (1991به )پذیر برای عنوان یک الگوریتم انعطاف

سازماندهی ارتباط بین پارامترهای ورودی و متغیر هدف و 

(. مدل Zhang and Goh, 2016بینی آن ارائه گردید )پیش

MARS  یک روش با دقت بالا برای یافتن ارتباط بین متغیرهای

(. Haghiabi, 2016) ورودی و خروجی از یک مجموعه داده است

 در یک مجموعه بزرگ غیرخطیاین الگوریتم به دنبال یک رابطه 

ها است تا با توجه به هدف مربوطه، وزن متغیرهای ورودی را داده

ا برای ای رمنظور ایجاد یک مدل واضح، تعیین نماید و توابع پایهبه

کند و سپس با ترکیب توابع پایه برای پارامترهای ورودی ایجاد می

کند های رگرسیون را استخراج میروجی، مدلتخمین پارامتر خ

                                                                                                                                                                                                 
1 Problem Space 
2 Standard Deviation Reduction (Sdr) 

3 Node 
4 Multivariate Adaptive Regression Splines 
5 Overfitted Models 

(Yang et al., 2003 .) یک تابع پایه در یک بازه معین تعریف شده

شود. دو گام اصلی در و نقاط ابتدایی و انتهایی آن گره نامیده می

منظور ایجاد یک ساختار بهینه برای به MARSتوسعه مدل 

توابع هدف ممکن  ها وجود دارد. در گام اول همهبینی پدیدهپیش

 5شدهبرازشگردد. در نتیجه، مدلی بسیار پیچیده بیشتعریف می

آید. در گام دوم برای جلوگیری دست میهای زیاد بهبا تعداد گره

برازش از طریق فرایند هرس کردن و با استفاده از روش از بیش

GCV   توابع پایه که  اهمیت کمتری دارند، شناسایی و حذف

به مطالعه  اتیجزئ افتیدر یبرا. (Samadi et al., 2015) شوندمی

Friedman (1991)  وZahiri and Nezaratian (2020) مراجعه 

earth (Milborrow,2020 ) در مطالعه حاضر از بسته .گردد

 استفاده گردید. Rافزار آماری نرم

 مدل فرايند گوسی

ه یک ک استوار است 7بر اساس فرایندهای تصادفی 6فرایند گاوسی

ها بر توابع توزیع 8ابزار قدرتمند برای استنتاج احتمالاتی مستقیم

تعمیمی طبیعی  f(x). در فرایندگاوسی، (O’Hagan, 1978) است

و  m(x)طور کامل توسط تابع میانگین از توزیع گاوسی است و به

صورت که به (Li et al., 2017) شودتابع کوواریانس آن معین می

 :شودزیر تعریف می

𝑚(𝑥)(                                         2)رابطه  = 𝐸(𝑓(𝑥)) 

,𝑘(𝑥( 3)رابطه  𝑥′) = 𝐸((𝑓(𝑥) − 𝑚(𝑥))(𝑓(𝑥′) − 𝑚(𝑥′))) 

  'xو xکوواریانس )یا تابع کرنال( که در  k(x,x')که در آن، 

 گردد:صورت زیر ارائه میبه f(x)گردد و ارزیابی می

,𝑓(𝑥)~𝐺𝑃(𝑚(𝑥)                      (   4)رابطه  𝑘(𝑥, 𝑥′) 

توان از طریق مدل را می yدر فرایند گوسی هر مشاهده 

 نویزی گاوسی به یک تابع اصلی ارتباط داد:

𝑦𝑖(                                            5)رابطه  = 𝑓(𝑥𝑖) + 𝜀 

,ε~𝑁(0که در آن،  𝜎𝑓
ن نویز تابع توزیع نرمال با به عنوا (2

𝜎𝑓میانگین صفر و واریانس 
برای  جستجواست. رگرسیون در واقع  2

f(x)  است. برای سادگی کار در مرحله بعدی با نوشتن عبارت زیر

 شود:استفاده می K(x,x’)از روش جدید آمیختن نویز در 

,𝑘(𝑥(         6)رابطه  𝑥′) = 𝜎𝑓
2𝑒𝑥𝑝 [

−(𝑥−𝑥′)
2

2𝜏2 ] + 𝜎𝑛
2𝛿(𝑥, 𝑥′) 

,𝛿(𝑥که در آن،  𝑥′)  .اطلاعات تابع دلتای کرونکر است

 Rasmussenهای بیشتر در خصوص فرایند گوسی در پژوهش

and Williams, 2006; Seeger,2004; Li et al., 2017  قابل

6 Gaussian Process 

7 Stochastic Processا 

8 Probabilistic Inference Directly 



  1400 ، ارديبهشت2، شماره 52، دوره تحقيقات آب و خاک ايران 320

 Kernlab (Karatzoglou در مطالعه حاضر از بسته استفاده است.

et al.,2019 )افزار آماری نرمR .استفاده گردید 

 مدل بيزی جمعی رگرسيون درختی

با  اجلاسدر  بار اولیندرختی  1مدل بیزی جمعی رگرسیونی

های پردازش های تداخل در سیستمموضوع پیشروی و پیشرفت

بیان شد. این مدل یک روش  2006اطلاعات عصبی در سال 

که مبتنی بر درخت بوده و از  رگرسیون ناپارامتری بیزی است

طور های کمکی بهصورت کلی و الگوریتمهای گردآوری بهروش

شود. در این کند و با یک مدل آماری تعریف میویژه استفاده می

زدن کردن یا تقریبها برای مدلروش بیزی از جمع درخت

𝑓(𝑥) = 𝐸(𝑌|𝑋) استفاده می( شودHosseini et al, 2019 مدل .)

BART بیان داشت  7صورت رابطه توان بهرا می(Kapelner and 

Bleich, 2013.)  
 ( 7)رابطه 

𝑌 = 𝑓(𝑋) + 𝜀 ≈ 𝜏1
𝑀(𝑋) + 𝜏2

𝑀(𝑋) + ⋯ + 𝜏𝑚
𝑀(𝑋) +

𝜀,        𝜀~𝑁𝑛(0, 𝜎2𝐼𝑛)  

ماتریس  Xها، از پاسخ 1در  nیک بردار  Y ،آن در که

تعداد درختان رگرسیون  Mو  1ر د αبردار نویز  n*p  ،ℇ 2طراحی

ه اند ککه هر کدام از یک ساختار درختی تشکیل شده مجزا است

ها که شود و پارامترهای موجود در انتهای گرهنشان داده می τبا 

شود. این دو با یکدیگر بیان می Mوسیله شود بهبرگ نامیده می

ت کامل با دهنده یک درخشوند که نشانبیان می  𝜏𝑀وسیله به

ای از پارامترهای برگ است. اطلاعات بیشتر در ساختار و مجموعه

 Hosseini et al, 2019و  Kapelner and Bleich (2013)مطالعات 

 ,monomvn (Gramacy بیان شده است. در مطالعه حاضر از بسته

 استفاده گردید. Rافزار آماری نرم( 2019

 معيارهای ارزيابی

در این تحقیق از معیارهای  مورداستفادههای دلمنظور ارزیابی مبه

ارزیابی ضریب تعیین، ریشه میانگین مربعات خطا و میانگین 

  خطای مطلق به شرح زیر استفاده گردید.

𝑅2(                    8)رابطه  = [
∑ (𝑄𝑜−�̅�𝑜)(𝑄𝑠−�̅�𝑠)𝑛

𝑖=1

√∑ (𝑄𝑜−�̅�𝑠)𝑛
𝑖=1

2
∑ (𝑄𝑠−�̅�𝑠)𝑛

𝑖=1

]

2

 

𝑅𝑀𝑆𝐸(                                    9)رابطه  =
√∑ (𝑄𝑜−𝑄𝑠)2𝑛

𝑖=1

𝑛
  

𝑀𝐴𝐸(                               10)رابطه  =
1

𝑛
∑ |𝑄𝑠 − 𝑄𝑜|𝑛

𝑖=1 

 nشده، سازیدبی شبیه 𝑄𝑠ای، مقدار دبی مشاهده 𝑄𝑜که در آنها، 

میانگین  �̅�𝑠ای، های مشاهدهمیانگین دبی �̅�𝑜ها، تعداد داده

 های محاسباتی است.دبی

                                                                                                                                                                                                 
1 Baysian Additive Regression Tree (BART) 
2 design matrix 

الذکر از های ارزیابی فوقدر این مطالعه، علاوه بر روش

ها منظور ارزیابی کارایی مدل( نیز بهTaylor, 2001نمودار تیلور )

دار بر مبنای ارتباط هندسی بین ضریب استفاده شد. این نمو

استوار است.  3RMSDهای زمانی و همبستگی، انحراف معیار سری

دهد. روابط و اطلاعات ، نمونه نمودار تیلور را نشان می(3)شکل 

 ( درج گردیده است.2001) Taylorبیشتر در مطالعه 

دایره )نمایش همبستگی نمودار تیلور به دو صورت نیم

ت( و ربع دایره )فقط نمایش همبستگی مثبت( ارائه منفی و مثب

شود که در هر دو صورت، مقادیر ضریب همبستگی به صورت می

شعاع دایره روی قوس آن، مقادیر انحراف معیار به صورت دوایر 

به صورت دوایر  RMSDمتحدالمرکز نسبت به مرکز دایره و مقادیر 

( روی محور افقی متحدالمرکز نسبت به نقطه مرجع )دایره توخالی

ای را بر اساس شوند. نقطه مرجع موقعیت داده مشاهدهترسیم می

 RMSDدهد )زیرا مقدار انحراف معیار سری زمانی آن نشان می

ای در مقایسه با خودش و ضریب تعیین سری زمانی دبی مشاهده

به ترتیب صفر و یک خواهد بود. لذا، موقعیت آن روی محور افقی 

انحراف معیار تعیین خواهد شد. روش ارزیابی در بر اساس مقدار 

های مورد بررسی این نمودار به این صورت است که موقعیت داده

های ، ضریب همبستگی آن با دادهRMSDبر اساس مقدار 

شود ای و انحراف معیار سری زمانی روی نمودار ترسیم میمشاهده

طه مرجع ای که موقعیت مکانی آن روی نمودار به نقو هر داده

سازی تر باشد، با دقت بیشتری مقادیر سری زمانی را شبیهنزدیک

 نماید.می

 و بحثنتايج 

 سازی دبی ماهانهنتايج شبيه

طور که اشاره شد از هشت مدل بر پایه در این مطالعه، همان

سازی دبی ماهانه ایستگاه منظور شبیهکاوی بههای دادهروش

ناب استفاده گردید. برای این هیدرومتری آبخیز سد استقلال می

ها درصد داده 30ها برای مرحله آموزش و درصد داده 70منظور از 

، نتایج (3)سنجی استفاده شده است. جدول برای مرحله صحت

های مورد استفاده را در دو مرحله آموزش و ارزیابی مدل

دهد، نشان می  (3)دهد. چنان که جدول سنجی نشان میصحت

سنجی بر اساس معیار ها در مرحله صحترد مدلنتایج عملک

مربوط به  67/0، 68/0، 68/0ترتیب با مقادیر به 2Rارزیابی 

باشد  و بر اساس معیار ارزیابی می ANNو   MARS،RFهای مدل

RMSE مترمکعب  73/7و  7/7ترتیب با مقادیر بهترین عملکرد به

اساس معیار  است و بر SVMو  MARSهای در ثانیه مربوط به مدل

3 Root Mean Square Deviation 
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 16/5و  5ترتیب با مقادیر بهترین عملکرد به MAE ارزیابی

است.   ANNو  SVMهای مترمکعب در ثانیه مربوط به مدل

طور که در بخش قبل اشاره شد در این مطالعه از نمودار همان

 ها استفاده گردید. شکلتیلور نیز به منظور ارزیابی عملکرد مدل

در این نمودار  کهچناندهد. را نشان می، نتایج نمودار تیلور (4)

از نظر موقعیت مکانی  MARSمدل  کهاینمشخص است با توجه به 

ترین مدل به دایره ترین مدل به نقطه مرجع و نزدیکنزدیک

RMSD  بر روی نمودار است، بهترین عملکرد را دارد.  5با مقدار

ن نتایج و همچنی (3)بنابراین با توجه به نتایج ارزیابی جدول 

بهترین عملکرد  MARSتوان بیان داشت که مدل نمودار تیلور می

 موردمطالعهسازی دبی ماهانه آبخیز ها برای شبیهرا در بین مدل

ها را نیز، نمودار پراکنش تعدادی از مدل (5)داشته است. شکل 

 هامدلمشخص است  (5)که از شکل  طورهماندهد. نشان می

 در کهطوریبهاند سازی نمودهر شبیههای کوچکتر را بهتدبی

ها حول محور بر ثانیه پراکنش داده مترمکعبمقادیر کمتر از ده 

بر  مترمکعب 50تا  20های بین یک به یک بیشتر است و در دبی

و مشاهداتی از محور یک  شدهسازیشبیههای ثانیه پراکنش داده

به یک فاصله بیشتری دارند.

 
به ترتيب به صورت دواير متحدالمرکز نسبت به دايره و نقطه مرجع نشان  RSMDنمودار تيلور، ضريب همبستگی به صورت شعاع دايره، انحراف معيار و  -3شکل 

 (.Taylor,2001دهد )منبع: داده شده است. نقطه مرجع، موقعيت ايستگاه زمينی را بر اساس انحراف معيار سری زمانی نشان می

 
 سنجیهای مورد استفاده در دو مرحله آموزش و صحتنتايج ارزيابی مدل -3ل جدو

 روش مخفف مدل مدل
 سنجیصحت آموزش

RMSE R2 MAE RMSE R2 MAE 

 MT 'M5' 76/20 56/0 97/6 86/8 58/0 88/5 مدل درختی

 RF 'cforest' 10/14 65/0 45/5 57/8 68/0 13/0 الگوریتم جنگل تصادفی

 SVM "svmLinear3 16/16 62/0 57/5 73/7 56/0 5 ر پشتیبانماشین بردا

 BRR bridge 58/18 64/0 03/7 8/9 57/0 5/5 بیزی جمعی رگرسیون درختی

 GP gaussprRadial 6/16 52/0 13/6 5/8 7/0 79/5 فرایند گوسی

 XGB xgbLinear 98/22 43/0 42/7 98/9 52/0 98/6 گرادیان شدید های ارتقایالگوریتم

 ANN brnn 15/20 54/0 08/7 76/8 67/0 16/5 شبکه عصبی مصنوعی

 MARS bagEarth 41/20 61/0 97/0 7/7 68/0 65/6 مدل اسپلاین چند متغیره رگرسیون انطباقی

 
  مورداستفادههای نتايج نمودار تيلور برای مدل -4شکل 
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 سنجیدر مرحله صحت مورداستفادههای شده مدلسازیای و شبيهنمودار پراکنش مقادير مشاهده -5شکل 

 

 SSTسازی دبی ماهانه در ارتباط با نتايج شبيه

طور که اشاره گردید در ادامه با استفاده از نتایج مطالعه همان

Mohammadi, (2020)  به بررسی مؤثرترین سلولSST  بر روی

کر الذفوق هایسازی جریان رواناب با استفاده از مدلنتایج شبیه

سازی و بهترین  مدل را در ، نتایج مدل(4)پرداخته شد. جدول 

مشخص  (4)از جدول  کهچناندهد. هر بازه زمانی نشان می

های متفاوتی بهترین های زمانی متفاوت، مدلشود در بازهمی

های یک مدل را برای تمامی بازه تواننمیاند و عملکرد را داشته

بهترین عملکرد در  2Rر اساس معیار ارزیابی زمانی معرفی نمود. ب

با  MARSهای زمانی متفاوت مربوط به مدل ها در بازهبین مدل

ترین عملکرد در بازه زمانی مهر تا آذر است. ضعیف 88/0مقدار 

 14/0با مقدار  XGBبر اساس این معیار ارزیابی، مربوط به مدل 

 MAEارهای ارزیابی . اما در همین دوره زمانی معیاستدر مهر ماه 

اند. در کل بر اساس کمترین مقادیر خطا را داشته RMSEو 

های ها در دورهمعیارهای ارزیابی، بهترین عملکرد در بین مدل

برابر  RMSEبا مقدار  MARSمربوط به مدل  موردبررسیزمانی 

 39/5برابر با  MAEو  88/0برابر با  2Rمترمکعب در ثانیه،  6/0با 

، نمودار (6)ثانیه در بازه زمانی پاییز است. شکل مترمکعب در 

شده تعدادی از سازیای و شبیهسری زمانی مقادیر مشاهده

 دهد.را نشان می SSTهای زمانی مرتبط با های برتر در بازهمدل

 سازیشبیههای نتایج مدل دهدمی، نشان (6)که شکل  طورهمان

رمکعب در ثانیه است مت 5برآورد حدود در این مطالعه داری بیش

 د.یاببرآورد به شدت افزایش میهای اوج این بیشالبته در دبی

 

 SSTهای زمانی در ارتباط با مدل در  بازه ترينمناسبها و شناسايی نتايج ارزيابی مدل -4جدول 

 روش مخفف مدل مدل نیترمناسب یدوره زمان
 سنجیصحت آموزش

RMSE 2R MAE 2R RMSE MAE 

 XGB xgbLinear 73/4 07/0 97/2 55/3 14/0 08/3 گرادیان شدید های ارتقایالگوریتم رمه

 SVM "svmLinear3 19/7 16/0 63/4 49/6 63/0 81/5 ماشین بردار پشتیبان آبان

 MARS bagEarth 43/10 55/0 79/6 42/9 86/0 7/7 مدل اسپلاین چند متغیره رگرسیون انطباقی آذر

 SVM "svmLinear3 04/39 58/0 2/18 83/9 57/0 26/6 شتیبانماشین بردار پ دی

 XGB xgbLinear 04/33 54/0 31/19 33/9 7/0 32/7 گرادیان شدید های ارتقایالگوریتم بهمن

 ANN brnn 36/16 54/0 94/13 83/8 53/0 86/6 شبکه عصبی مصنوعی اسفند

 GP gaussprRadial 63/16 59/0 94/8 69/5 31/0 97/4 فرایند گوسی فروردین

 MARS bagEarth 32/8 42/0 39/4 3/6 88/0 39/5 مدل اسپلاین چند متغیره رگرسیون انطباقی مهر آبان آذر

 RF 'cforest' 57/30 55/0 92/15 83/13 55/0 85/10 الگوریتم جنگل تصادفی دی بهمن اسفند

 XGB xgbLinear 27/24 55/0 43/12 38/10 59/0 82/7 گرادیان شدید های ارتقایالگوریتم بهمن اسفند فروردین
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 مختلفهای زمانی های برتر در بازهشده تعدادی از مدلسازیای و شبيهنمودار سری زمانی مقادير مشاهده -6شکل 

 

  

  
 هاودی تعدادی از مدلنمودار اهميت نسبی پارامترهای ور -7شکل 

(RF ،باران فاریاب =RB ،باران برطین ET ،تبخیر و تعرق برطین HmBA ،رطوبت متوسط بندرعباس HmaBA  ،رطوبت حداکثر بندرعباسHmiBA  ،رطوبت حداقل بندرعباس DBA 

 )طح دریادمای س SST دمای حداکثر بندرعباس، DmaBA دمای حداقل بندرعباس،  DmiBA دمای متوسط بندرعباس، 
 

رغم گردد علیمشخص می (4و  3)های با مقایسه جدول 

موجب بهبود  SSTرفت، دخیل نمودن مقادیر انتظار می کهاین

های زمانی گردد اما، نتایج نشان ها در بازهسازی مدلنتایج شبیه

سازی رواناب در تنها موجب بهبود نتایج شبیهنه SSTداد که 

  

 

 

 
 

SVM_AZAR 

BRR_BEF 

GP_ESFAND 

GP_FARVARDIN 

 همنب بانآ

 سفندا
 ذرآ

 رو آذ بانآ مهر، روردينف
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؛ بلکه در بعضی مواقع همچون مهرماه نگردید موردمطالعهمنطقه 

گردیده است. لذا،  2Rگیر مقادیر ماه موجب کاهش چشمو فروردین

به  SSTمنظور تعیین جایگاه و اهمیت نسبی مقادیر در ادامه به

های مدل با استفاده از تابع عنوان یک ورودی در بین ورودی

varImp   بستهR caret) (Kuhn, 2012  نتایج (7)پرداخته شد. شکل ،

ها را نشان اهمیت نسبی پارامترهای ورودی تعدادی از مدل

های دهد در بین ورودینشان می (7)شکل  کهچناندهد. می

 SST، مقادیر موردمطالعهدر منطقه  جریان سازیشبیههای مدل

کمترین اهمیت نسبی را دارد، که مؤید این موضوع است که 

سازی رواناب در منطقه هموجب بهبود نتایج شبی SSTمقادیر 

 شوند.نمی موردمطالعه

 گيرینتيجه
رواناب آبخیز میناب از  -سازی بارشمنظور شبیهدر این مطالعه به

سازی بر پایه یادگیری ماشین استفاده گردید و هشت مدل شبیه

های ارزیابی و همچنین نمودار تیلور مورد نتایج با استفاده از روش

بهترین عملکرد  MARSتایج نشان داد که مدل ارزیابی قرار گرفت و ن

سازی دبی ماهانه آبخیز موردمطالعه ها برای شبیهرا در بین مدل

مترمکعب  73/7برابر  RSMEنیز با مقدار  SVMداشته است. مدل 

بتاً ها نیز عملکرد نسدر ثانیه عملکرد مناسبی داشته است. بقیه مدل

 98/9با مقدار  XGBل که مدطوریاند، بهنزدیک به هم داشته

مترمکعب  7/7با مقدار  MARSمترمکعب در ثانیه بالاترین و مدل 

اند. همچنین، عملکرد را داشته RMSEدر ثانیه، کمترین مقدار 

سنجی نسبت به دوره آموزش بهبود بسیاری ها در دوره صحتمدل

مدل  RMSEطور نمونه مقادیر که بهطوریاند، بهخوبی داشته

MARS مترمکعب در ثانیه برای آموزش به مقدار  41/20قدار از م

سنجی کاهش داشته است. مترمکعب در ثانیه در دوره صحت 7/7

 Mirshekari et al (2019)و   Samadi et al (2019)این نتایج با نتایج 

سنجی بهتر ها نیز عملکرد مدل در مرحله صحتکه در مطالعات آن

 ی دارد.از مرحله آموزش بوده است همخوان

مؤثر که توسط  SSTکه اشاره شد در این مطالعه، مقادیر چنان

خ منظور پاستعیین گردیده بود نیز به Mohammadi, (2020)مطالعه 

عنوان یک ورودی در به SSTبه این سوال که آیا وارد نمودن مقادیر 

-رواناب آبخیز میناب موجب بهبود نتایج شبیه -سازی بارشمدل

ا خیر؟ مورد ارزیابی و بررسی قرار گرفت. نتایج نشان گردد یسازی می

موجب  SSTکه مقادیر طوریداد که پاسخ این سؤال منفی است، به

سازی رواناب در منطقه مورد مطالعه نگردید. در بهبود نتایج شبیه

 2Rگیر مقادیر ها مانند مهر و فروردین موجب کاهش چشمبعضی ماه

ن ها در ایبی پارامترهای ورودی مدلگردید. نتایج بررسی اهمیت نس

کمترین اهمیت نسبی را در بین  SSTمرحله نیز نشان داد که مقادیر 

توان بیان داشت که ها دارا است. در مجموع میهای مدلورودی

سازی رواناب در آبخیز میناب موجب بهبود نتایج شبیه SSTمقادیر 

 و Nazemosadat et al (1995)توجه به آنکه  گردد. بانمی

Nazemosadat (1998)  ساختند که نوسان در مطالعات خود روشن

های داری بر نوساننشان معنی های دمای سطح آب خلیج فارس

، اما های جنوب غربی و جنوبی ایران داردگستره بارش در بسیاری از

این مطالعه نشان داد که در مقیاس کوچک و در سطح آبخیز تاثیر 

سازی بارش رواناب ندارد از طرف دیگر این داری بر شبیهمعنی

های بارش رواناب است دهنده ماهیت پیچیده فرآیندهموضوع نشان

که در تبدیل بارش به رواناب پارامترهای فیزیکی بسیار زیادی دخیل 

 باشند.می

 "گونه تعارض منافع بين نويسندگان وجود نداردهيچ"
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