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ABSTRACT 

In this study, the amount of shadow in different types of flat-plate solar collectors according 

to the geographical conditions of Iran was estimated by using artificial neural network 

models (MLP and RBF) and Support Vector Machine (SVM). In this study, two types of 

LM and BR training algorithms with sigmoid tangent transfer function (TanSig) and 

different number of neurons in a hidden layer with k-fold cross validation method were 

used to create random datasets at each stage of modeling. The results showed that the MLP 

model with BR training algorithm and (5-23-1) structure, can create high-precision data 

similar to real values. The average MAPE and R2 statistics for the above model were 

estimated to be 0.42 ± 0.10 and 0.99±0.01, respectively. Also, there was no significant 

difference between the actual data and the predicted values (95% probability) at mean, 

variance and distribution. The results of sensitivity analysis showed that the distance of the 

absorber plate and the glass cover is the most important factor influencing the formation of 

shadows. 
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( به منظور تخمين ميزان SVM( و ماشين بردار پشتيبان )RBFو  MLPهاي شبکه عصبی مصنوعی )کاربرد مدل

 هاي خورشيدي صفحه تخت در ايرانکنندهسايه در جمع

 1فرهادي اله، روح *1مرتضی تاکی

دانشکده مهندسي زراعي و عمران روستايي، دانشگاه علوم هاي کشاورزي و مکانيزاسيون، . گروه مهندسي ماشين1

 کشاورزي و منابع طبيعي خوزستان، ملاثاني

 (27/10/1399تاريخ تصويب:  -12/10/1399تاريخ بازنگري:  -2/7/1399)تاريخ دريافت:  

 چکيده

صفحه  سايه در جمع کننده منظور تخمين ميزانشبکه عصبي مصنوعي و رگرسيون بردار پشتيبان به در اين تحقيق از مدل

همراه با تابع انتقال  BRو  LMتخت خورشيدي با توجه به شرايط جغرافيايي ايران استفاده شد. دو نوع الگوريتم آموزش 

ها در لايه پنهان همراه با مدل اعتبارسنجي تقاطعي به منظور ايجاد مجموعه تانژانت سيگموئيدي و تعداد متنوعي از نورون

( 5-23-1و ساختار ) BRبا الگوريتم آموزشي  MLPهاي تصادفي مورد استفاده قرار گرفت. نتايج نشان داد که مدل داده

براي مدل فوق به ترتيب  2Rو  MAPEهاي هايي با دقت بالا و شبيه به مقادير واقعي ايجاد کند. ميانگين آمارهتواند دادهمي

نتايج آماري مقايسه ميانگين، واريانس و توزيع آماري در سطح احتمال برآورد شد و  ،99/0±01/0و  درصد 10/0±42/0

نتايج آناليز حساسيت نشان داد که فاصله صفحه جاذب  .دار نبودندبيني شده، معنيهاي واقعي و مقادير پيشبين داده 95%

 ترين فاکتور تاثيرگذار بر ايجاد سايه است. اي مهمتا پوشش شيشه

 مصنوعي، مدل اعتبارسنجي تقاطعي، بازده انرژي هوشهاي کليدي: واژه

 

 مقدمه
هاي سنتي، وابستگي به در زندگي مدرن امروزي نسبت به زندگي

ها براي منابع انرژي شدت يافته است. به طوري که امروزه انسان

هاي مختلف انرژي هستند که هايشان نيازمند صورتفعاليتاکثر 

(. در Jia et al., 2019شوند )عمدتاً از منابع فسيلي تامين مي

هاي زيست محيطي و از طرفي منابع اين بين، به دليل آلاينده

محدود فسيلي، تامين انرژي توسط منابع تجديدپذير مورد توجه 

از بين همه منابع (. Elsheikh et al., 2019قرار گرفته است )

-پذير موجود، انرژي گرمايي خورشيدي فراوانهاي تجديدانرژي

 ,.Roy et alترين نوع انرژي محسوب شده )ترين و در دسترس

هاي گرمايي خورشيدي، ( و از بين تمامي سيستم2019

ترين وسيله براي هاي صفحه تخت در حال حاضر مهمگردآورنده

هاي مفيد انرژي، به حساب به ساير شکلتبديل انرژي خورشيدي 

هاي حرارتي معمولي هاي مختلف با مبدلآيند که از جنبهمي

(. به دليل کاربرد اين نوع Al-Waeli et al., 2019متفاوتند )

ها در صنعت، کشاورزي و مصارف خانگي، تحقيقات جمع کننده

هاي کنندهمتنوعي در زمينه افزايش کارايي و بازده جمع

شيدي صفحه تخت در سراسر دنيا انجام شده است. در خور

هاي خورشيدي صفحه تخت براي کاهش تلفات ناشي کنندهجمع

                                                                                                                                                                                                 
  mtaki@asnrukh.ac.ir مسئول:نويسنده  *

از جريان همرفتي هوا، به طور معمول از يک يا دو لايه پوشش 

اي شود. اين پوشش با فاصلهشفاف روي صفحه جاذب استفاده مي

موجب کاهش گيرد که افزايش اين فاصله از صفحه جاذب قرار مي

اما از  (Duffie and Beckman, 2013)گردد تلفات همرفتي مي

طرف ديگر باعث ايجاد سايه روي صفحه جاذب و کاهش جذب 

شود. در تحقيقي، اين خورشيد و در نهايت کاهش عملکرد مي

(. Nahar and Garg, 1980متر پيشنهاد شد )سانتي 5تا  4فاصله 

هاي تخت در از جمع کننده ايبراي مجموعهدر پژوهشي ديگر، 

کنار هم قرار گرفته، تاثير نسبت طول به عرض مجموعه بر 

در روز )مساحت سايه به مساحت کل(  بت سايهنسميانگين 

مترمربع  1000تا  50نتايج نشان داد، براي مساحت و بررسي شد 

کوچکتر باشد، با افزايش نسبت طول به  مجموعه هرچه مساحت

هاي يابد. براي عرضتر افزايش ميعرض، نسبت سايه سريع

 085/0ميانگين نسبت سايه از ، درجه 30تر از جغرافيايي کم

تجاوز نکرد درحالي که بيشينه مقدار متوسط نسبت سايه براي 

 ديرس14/0به  ،درجه شمالي 40نزديک به جغرافيايي هاي عرض

(Hu et al., 2013).  ،منظور تعيين زاويه  هبدر پژوهش ديگري

هاي خورشيدي با در نظر گرفتن کنندهاي از جمعبهينه در آرايه

فاصله رديفي  که ي توسعه يافت و نتايج نشان دادضسايه، مدلي ريا
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. اي روي جذب تابش سالانه داردکننده تاثير قابل ملاحظهدو جمع

کننده به فاصله دو رديف همچنين نسبت ارتفاع عمودي جمع

توصيه شد  tan+ عرض جغرافيايي محل( 45/23) بيشتر ازمجاور 

(Tang and Liu, 2012) در تحقيق ديگري، مهمترين عوامل .

هاي صفحه تخت مورد بررسي قرار تشکيل سايه در جمع کننده

(. نتايج نشان داد که فاصله Farhadi and Taki, 2020گرفتند )

وده مناسب بين صفحه جاذب تا پوشش براي ايران در محد

-ميلي 38تا  12متر است و دامنه آن ميلي 25ميانگين متغيرها، 

متر با توجه به شرايط مختلف آب و هوايي قابل تغيير است. 

هاي هاي سلولهاي مشابهي نيز براي سايه در آرايهپژوهش

 ,.Batzelis et al)( انجام گرفته است photovoltaicخورشيدي )

دهد که اکثر مطالعات مي. بررسي منابع موجود نشان (2015

هاي خورشيدي، مربوط به بررسي کارايي و شرايط جمع کننده

 هاي رياضي يا تحقيقات تجربي صورت گرفته است. توسط مدل

با توسعه هوش مصنوعي، تحقيقات مختلفي در زمينه 

هاي رياضي در مطالعات مربوط به انواع افزايش دقت مدل

هاي خورشيدي کنندهجمعهاي خورشيدي شامل انواع سيستم

هاي خورشيدي، اجاق پزهاي کنگرم)تخت و لوله خلاء(، آب

هاي خورشيدي و...، صورت گرفته است. در خورشيدي، گلخانه

سازي هاي عصبي مصنوعي به منظور مدلتحقيقي از شبکه

هاي سهموي خطي استفاده شد عملکرد حرارتي جمع کننده

(Heng et al., 2019 نتايج .) نشان داد که مدل شبکه عصبي

قادر به تخمين  ANN( يا Artificial Neural Networkمصنوعي )

دقيقه  1و در زمان کمتر از  %2عملکرد حرارتي با خطاي کمتر از 

 Multilayerاست. در تحقيق ديگري، از دو مدل شبکه عصبي 

Neural Network  وRadial Basis Function يا (MLP  وRBF )

( SVM( يا )Support Vector Machineردار پشتيبان )و ماشين ب

به منظور بررسي جريان انرژي و تخمين شرايط محيطي داخل 

(. Taki et al., 2018aگلخانه گنبدي پلاستيکي استفاده شد )

کمترين ميزان خطا را بين دو مدل  RBFنتايج نشان داد که مدل 

اده نيز نتايح هاي کوچک دديگر دارد و قادر است حتي با مجموعه

به منظور  ANNقابل اعتماد فراهم کند. در تحقيق ديگري از مدل 

 Loni etبررسي عملکرد يک دودکش خورشيدي استفاده شد )

al., 2018 نتايج نشان داد که مدل هوش مصنوعي قادر است .)

مقادير بازده حرارتي و انرژي دريافتي اين سيستم خورشيدي را 

(، تخمين  2R=0.9567و  2R=0.9709با با صحت بالا ) به ترتيب 

بزند. در زمينه جمع کنندهاي صفحه تخت نيز تحقيقات متنوعي 

به منظور تخمين  ANNصورت گرفته است. در تحقيقي از مدل 

ميزان بازده روزانه يک جمع کننده صفحه تخت استفاده شد 

(Lalot and Lecoeuche, 2005 متغيرهاي ورودي در اين .)

نواع ضرايب تلفات حرارتي جمع کننده و متغير تحقيق شامل ا

بيني شده، دماي خروجي جمع کننده خورشيدي بود. نتايج پيش

نشان داد که مدل هوش مصنوعي با ترکيب فوق، قادر است با 

، دماي خروجي جمع کننده را به درستي %1تر از خطايي کم

 تخمين بزند. 

ستفاده از با توجه به مطالب فوق، هدف اصلي اين تحقيق ا

( و ماشين بردار پشتيبان RBFو  MLPدو مدل شبکه عصبي )

(SVMبه منظور تخمين ميزان سايه در جمع )هاي معمولي کننده

هاي صفحه تخت در ايران است. در اين تحقيق از الگوريتم

 k-foldآموزشي متفاوت و همچنين مدل اعتبارسنجي تقاطعي )

cross validation دقت، صحت و قابليت ( به منظور افزايش

اعتمادپذيري نتايج همراه با محدوده متنوعي از ابعاد 

شود. در هاي صفحه تخت خورشيدي استفاده ميکنندهجمع

توان با توجه به هر عرض صورت رضايت بخش بودن نتايج، مي

کننده جغرافيايي، با تغييراتي اندک در ساختمان و طراحي جمع

 بازده نهايي آن را افزايش داد.صفحه تخت خورشيدي، ميزان 

 هامواد و روش
هاي خورشيدي صفحه تخت کاربرد زيادي در گرم کنندهجمع

کردن هوا و آب براي مصارف کشاورزي، خانگي و صنعتي با 

استفاده از منبع پاک، رايگان، در دسترس و پايدار خورشيد دارند 

(Dimri et al., 2019بيشترين اتلاف انرژي در اين ج .)ها کنندهمع

مربوط به افت گرمايي از بالاست. فاصله بين صفحه جاذب و 

پوشش، يکي از متغيرهاي تاثيرگذار بر اين افت است. هرچند 

هاي خورشيدي صفحه کنندهروابط محاسبه افت از بالا در جمع

هاي گذشته ارائه شده است اما از آنجايي که تخت در پژوهش

ن تابعي از شرايط آب و هوايي تعدادي از متغيرهاي موثر در آ

اي براي مقدار مناسب فاصله بين صفحه جاذب و هستند، توصيه

 Farhadi andپوشش براي ايران وجود ندارد. در تحقيق گذشته )

Taki, 2020 ميزان تشکيل سايه تحت تاثير شرايط مختلف ،)

)طول و عرض جمع کننده، فاصله صفحه جاذب تا پوشش 

کننده( براي ايي و زاويه شيب جمعاي، عرض جغرافيشيشه

هاي جغرافيايي مختلف توسط مدل رياضي، بررسي شد. در عرض

اين مطالعه حاضر، هدف تخمين ميزان تشکيل سايه در 

-5/2هاي صفحه تخت با ابعاد مرسوم )طول و عرض کنندهجمع

هاي هوش متر( تحت تاثير شرايط جغرافيايي ايران توسط مدل 1

ت و دقت بالا و عدم نياز به محاسبات پيچيده مصنوعي است. سرع

رياضي از دلايل بکارگيري هوش مصنوعي در حل اين مسئله 

 است.

 Farhadi andهاي مورد نياز در اين تحقيق از مطالعه )داده



 پژوهشی( –)علمی  1400 ، تابستان2، شماره 52، دوره ايران مهندسی بيوسيستم 200

Taki, 2020 در اين مطالعه از دو نوع 1( استخراج شد )جدول .)

 ( و همچنين مدل رگرسيونRBFو  MLPمدل شبکه عصبي )

شبکه  شود.در اين تحقيق،( استفاده ميSVMبردار پشتيبان )

ي ورودي (، از لايهMLPعصبي مصنوعي پرسپترون چندلايه )

)طول و عرض جمع کننده، فاصله صفحه جاذب تا پوشش 

کننده(، لايه مخفي اي، عرض جغرافيايي و زاويه شيب جمعشيشه

و لايه خروجي )مساحت سايه تشکيل شده در جمع کننده در 

با دريافت بردار  MLPطول يکسال( تشکيل شده است. شبکه 

ورودي، بردار خروجي توليد خواهد کرد. هدف، اتخاذ پارامترهاي 

بيني ترين خطاي پيشيابي به کممنظور دستصحيح شبکه به

 (.Taki et al., 2018bاست )

 
 (Farhadi and Taki, 2020هاي بکار رفته در تحقيق حاضر )برگرفته از تحقيق مشخصات آماري داده -1جدول 

  ابعاد جمع کننده بر حسب متر

 عرض(×)طول
 چولگي کشيدگي بيشينه کمينه انحراف معيار ميانگين

1-5/2طول:   

1-5/2عرض:   
10/777 20/450 26/50 68/2599 16/0- 41/0 

 

-هاي خام اوليه، بايد عمل نرمالکارگيري دادهقبل از به

ها انجام شود تا همگرايي شبکه تضمين شود. زماني سازي داده

شود، بهترين دامنه که از تابع تانژانت سيگموئيدي استفاده مي

(. در اين Rohani et al., 2018) باشد+[ مي1تا -1ها ]تبديل داده

 Bayesianانتشار خطا )مطالعه از دو الگوريتم آموزش باياس پس

regulation backpropagation or Trainbr و لونبرگ ماکوارت )

  Levenberg-Marquardt or Trainlmانتشار خطا )پس

backpropagationهاي هر شبکه تا ( استفاده شد. تعداد نورون

کند افزايش داده شد و پس نتايج رو به بهبودي ميل مي زماني که

 از افزايش خطا، ثابت در نظر گرفته شد.

 RBF (Radial Biasدر اين پژوهش از شبکه عصبي 

Function نيز به منظور تخمين مساحت سايه در جمع کننده )

هاي مانند ساير شبکه RBFخورشيدي صفحه تخت استفاده شد. 

ي رابطه بين متغير وابسته و متغيرهاي عصبي قادر به يادگير

-هاي موجود ميهاي مختلف از مجموعه دادهمستقل از روي مثال

تنها از يک لايه مخفي با تعدادي از نورون تشکيل  RBFباشد. 

-شده است. در لايه ورودي، متغيرهاي مستقل به شبکه داده مي

ها، محاسباتي را روي مجموعه شود. در لايه مخفي، نورون

-منظور رسيدن به خروجي مطلوب انجام ميتغيرهاي ورودي بهم

از تعداد کافي نورون برخوردار  RBFکه شبکه دهند. در صورتي

باشد، قادر به تخمين هر تابع پيچيده با هر دقت مورد نياز است. 

RBF  يک نوع شبکه عصبي با ناظر است. هر نورون در لايه مخفي

کند. وجود ( عمل ميϕ) ساز غيرخطيبر اساس يک تابع فعال

در طول مرحله  RBFعامل باياس به همگرا شدن شبکه عصبي 

کند. خروجي شبکه آموزش و رسيدن به کمينه عمومي کمک مي

( قابل 1مطابق رابطه ) xبراي هر بردار ورودي  RBFعصبي 

 (:Dimri et al., 2019محاسبه است )

𝑌 (1رابطه) = 𝑊𝑇Φ = ∑ 𝑤𝑖𝑗𝜙(‖𝑥 − 𝑐𝑖‖)

𝐿2

𝑗=1

 

بردار وزن اتصالات بين لايه مخفي و خروجي،  wکه در آن، 

2L ها در لايه مخفي، تعداد نورونc ها در لايه مخفي مرکز نورون

( قابل 2( نيز از رابطه )ϕباشد. مقدار )تابع گوسين مي ϕو

 (:Dimri et al., 2019محاسبه است )

ϕ𝑖(𝑥) (2رابطه) = 𝑒𝑥𝑝 (−
‖𝑥 − 𝑐𝑖‖

2

𝜎𝑖
2 ) 

 ( است. Spread parameterپارامتر توزيع ) σکه در آن، 

در اين تحقيق به منظور افزايش ميزان دقت از مدل ماشين 

( نيز در کنار Support Vector Machine) SVMبردار پشتيبان 

هاي شبکه عصبي مصنوعي استفاده شد. بيان رياضي مدل

 شروع مي شود هابا مجموع داده  (SVR)بانييون بردار پشتيرگرس

(Al-Waeli et al., 2019:) 

 (3)رابطه   1 1( , )...... ,n ns x y x y 
که در ,i ix y ،d

ix R وiy R  هرiy مقدار 

ون از ي. مدل رگرساست ixخروجي براي بردار ورودي  مطلوب

هدف از  مقدار مطلوبني يبشيو براي پ ديدهن الگوها آموزش يا

 کند. استفاده مي هاي از قبل ديده نشده،بردار ورودي

هاي خروجي و ن مؤلفهياري از مسائل ارتباط بيدر بس

توابع به منظور انجام انتقال، به  است؛ در نتيجهر خطي يورودي غ

 فراهم نمودن امکانده تابع کرنل ي. ااستاز ين( Kernel) کرنل

 بعديچند ژگي يات در فضاي ورودي به جاي فضاي ويانجام عمل

 هيشعاعي پادر اين پژوهش از تابع  .(Dimri et al., 2019است )

(RBF) در که به طور گسترده هايي است کي از تابع کرنلکه ي

رابطه زير  استفاده شده است و به صورت مسائل خطي و غيرخطي

 (:Çakmak et al., 2011شود، استفاده شد )ميتعريف 
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 (  4رابطه )
 

2

, , 0
x x

RK x x e y


 
  
  

 
دن به يبراي رس .است پارامتر عرض کرنل  Cکه در آن

اي چهار نوع تابع هستهدر اين تحقيق از  ،SVM عملکرد مطلوب

تابع اي درجه دوم و سوم و نيز شامل توابع خطي، چند جمله

استفاده شد و بهترين آنها مورد انتخاب قرار گرفت.  RBFگوسي 

منظور افزايش اعتماد به خروجي شبکه عصبي در اين تحقيق، به

( استفاده k-fold cross validationاز روش اعتبارسنجي تقاطعي )

 (.1شد )شکل 

 

 
 تقاطعی ساختار روش اعتبارسنجی -1شکل 

 

هاي بخش اعتبارسنجي بسته به نوع و در اين روش، داده

شوند و با هر الگوريتم، دسته مختلف تقسيم مي kها به تعداد آن

 ي،نوع اعتبارسنج نيدر اگيرند. در واقع، مورد بررسي قرار مي

هر  رمجموعه،يز k نيشوند. از ايافراز م رمجموعهيز kها به داده

کار هآموزش ب يبرا گريد يتا k-1و  ياعتبارسنج يبرا يکيبار 

 بار کي قاًيها دقشود و همه دادهيبار تکرار م k ،روال ني. ارونديم

ت يروند. در نهايکار مهب ياعتبارسنج يبرا بار کيآموزش و  يبرا

 يينها نيتخم کيعنوان به يبار اعتبارسنج k نيا جهينت نيانگيم

استفاده از  تيمز(. Taki et al., 2018b) شوديم دهيبرگز

 عينحوه توز ريتأث ،روش نيها در اداده يتصادف يسازرمجموعهيز

شود که شبکه عصبي است و باعث مي يسازند مدليفرآ برها داده

عنوان يک روش کاربردي با نتايج قابل قبول در حالت عادي به

 (.Rohani et al., 2018مورد استفاده قرار گيرد )

ها با يکديگر از ها و مقايسه آنبراي ارزيابي کفايت مدل

(، MAPEهاي عملکردي متوسط درصد قدرمطلق خطا )شاخص

( و ضريب EF(، بازده مدل )RMSEمربعات خطا ) ريشهمتوسط 

 ( استفاده شد.2Rشده )تبيين بين مقادير واقعي و پيش بيني 
 

1
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  100

n
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y y
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
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 (5رابطه )

 
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1RMSE
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


 

 (6رابطه )

 

 
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1
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1
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 (7رابطه )

 

 

2

2 1

2

1

1

n

a p

i

n

a a

i

y y

R

y y







 






 

 (8رابطه )

و ayکه در آن، 
py مقادير واقعي و پيش بيني شده مدل 

ها ها هستند. بهترين عملکرد مدلمقادير ميانگين آن pyو ayو 

 MAPE andآيد که معيارهاي خطا شامل )زماني بدست مي

RMSE معيارهاي( حداقل و ( 2عملکردي شاملEF and R )

و نزديک به يک باشد. علاوه بر اين موارد، براي ارزيابي  حداکثر

ي )ونيرگرسپيش بيني شده از خط  توافق بين مقادير واقعي و

a py a by ها نيز استفاده شد. بر اساس اين معيار، ( بين آن

 (1b) کبهترين حالت زماني است که شيب خط نزديک به ي

0a) مبداو عرض از  ) ( آن نيز نزديک به صفر باشدet Taki 

al., 2018aمنظور تحليل روش شبکه عصبي در اين تحقيق، (. به
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 استفاده شد.  2018نسخه  MATLABافزار نرم از

 نتايج و بحث

به ازاي مقادير  MLPمقادير ميانگين و انحراف معيار مدل  2شکل 

ها در لايه مخفي براي مراحل آموزش و آزمون مختلف تعداد نورون

را  k-foldته شده توسط مدل هاي ساخشبکه با مجموعه داده

دهد، با افزايش تعداد دهد. همانطور که نتايج نشان مينشان مي

 BRبا الگوريتم   MLPها در لايه مخفي ميزان خطاي مدل نورون

آن  ازنزولي است و پس  23روند نزولي دارد. اين روند تا نورون 

زمايش در مراحل آ LMماند. در مقابل با الگوريتم تقريبا ثابت مي

و کمترين ميزان خطا در نورون  نبودهو آزمون با روند خاصي روبرو 

اتفاق افتاده است. بنابراين نتايج اين شکل نشان  20شماره 

بسيار بهتر از  BRدهد که در کل، دقت الگوريتم آموزشي مي

برابر(. نکته ديگر که از نتايج شکل  14است )حدود  LMالگوريتم 

مقدار انحراف معيار به ازاي تکرارهاي  کهآيد آن است بر مي 2

مقدار انحراف معيار  LMمختلف، مخالف صفر است )در الگوريتم 

بنابراين، نوع ؛ باشد(مي BRدر هر تکرار بيشتر از الگوريتم 

 مجموعه آموزش بر عملکرد شبکه تاثير گذار است.

 

 

 

 در مراحل آموزش و آزمون )الف و ب( BRو  LMها در لايه پنهان با دو الگوريتم آموزشی با تغيير تعداد نورون MLPدقت مدل  -2شکل 

 

 BRتوند دريافت که الگوريتم ، مي2با توجه به نتايج شکل 

به مقايسه  2از دقت بيشتري برخوردار است. جدول  MLPدر مدل 

با توجه به  MLPها در مدل ماري بهترين توپولوژيپارامترهاي آ

پردازد. مي k-foldهاي آموزشي و نتايج حاصل از مدل الگوريتم

، MLPدهد، براي مدل همانطور که نتايج اين جدول نشان مي

نورون در لايه  23نورون در لايه ورودي،  5) 5-23-1توپولوژي 

پنهان و يک نورون در لايه خروجي( همراه با الگوريتم آموزشي 

BR شود. اين مدل علاوه بر به عنوان بهترين ساختار شناخته مي

توان با دقت بالا، از انحراف معيار کمتري نيز برخوردار است و مي

 از آن استفاده کرد. اطمينان بيشتر در عمل

نيز با توجه به روش  RBFمشابه با قسمت قبل، براي مدل 

ها تشکيل شد. از اي از دادهاعتبارسنجي تقاطعي، مجموعه

( و تابع انتقال تانژانت BRو  LMهاي آموزشي مختلف )الگوريتم

با يک لايه پنهان و تعداد  RBFسيگموئيد براي آموزش شبکه 

( استفاده شد. شکل 25تا  5ر لايه پنهان )از ها دمختلفي از نورون

هاي مختلف در لايه پنهان با نورون RBFنتايج مربوط به مدل  3

 دهد.با استفاده از آماره ميانگين مطلق درصد خطا را نشان مي

 

LM, MAPE=5.916

BR, MAPE=0.381
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هاي توسط مجموعه داده MLPهاي آموزشی و نتايج پارامترهاي آماري توسط آناليزهاي متعدد با مدل انتخاب بهترين توپولوژي با توجه به الگوريتم -2جدول 

 )ميانگين مراحل آموزش و آزمون( k-foldمدل 

مدل و الگوريتم 

 آموزش
 توپولوژي

 پارامترهاي آماري
MAPE (%) 

𝒙±SD 
RMSE (-) 

𝒙±SD 
EF (-) 

𝒙±SD 
)-( 2R 

𝒙±SD 
MLP-LM 5-20-1 03/6 ± 33/1  04/33 ± 37/6  99/0 ± 01/0  99/0 ± 01/0  

MLP-BR 5-23-1 42/0 ± 10/0  22/2 ± 48/0  99/0 ± 01/0  99/0 ± 01/0  

MAPE ،ميانگين مطلق درصد خطا :RMSE ،ريشه ميانگين مربعات خطا :EF ،2: فاکتور کارايیRضريب تبيين : 

 

 

 

 در مراحل آموزش و آزمون )الف و ب( BRو  LMها در لايه پنهان با دو الگوريتم آموزشی با تغيير تعداد نورون RBFدقت مدل  -3شکل 

 

دهد، الگوريتم نشان مي 3طور که نتايج شکل همان

( MAPEدرصد در  05/0با اختلاف بسيار کم ) LMآموزشي 

را دارد. بيني شده هاي پيشبيشترين ميزان دقت در توليد داده

و  LMبا الگوريتم آموزشي  RBF، مدل 3طبق نتايج جدول 

بيشترين ميزان دقت و کمترين ميزان خطا را  5-23-1ساختار 

 RBFو  MLPهاي در بين ساير ساختارها دارد. با مقايسه بين مدل

توان به اين نتيجه رسيد که همچنان ميزان خطا در تاکنون، مي

و  LMبا الگوريتم  RBF)مدل  RBFبهترين ساختار مدل 

برابر مقدار مشابه در بهترين  5/1( بيش از 5-23-1توپولوژي 

و  BRبا الگوريتم آموزشي  MLP)مدل  MLPساختار مدل 

 ( است.5-23-1توپولوژي 
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)ميانگين مراحل آموزش و  RBFامترهاي آماري توسط آناليزهاي متعدد با مدل هاي آموزشی و نتايج پارانتخاب بهترين توپولوژي با توجه به الگوريتم -3جدول 

 آزمون(

 توپولوژي مدل و الگوريتم آموزش
 پارامترهاي آماري

MAPE (%) 
𝑥̅±SD 

RMSE (-) 
𝑥̅±SD 

EF (-) 
𝑥̅±SD 

)-( 2R 
𝑥̅±SD 

RBF-LM 5-23-1 64/0 ± 16/0  71/3 ± 96/0  99/0 ± 01/0  99/0 ± 01/0  

RBF-BR 5-22-1 69/0 ± 31/0  80/3 ± 81/1  99/0 ± 01/0  99/0 ± 01/0  

MAPE ،ميانگين مطلق درصد خطا :RMSE ،ريشه ميانگين مربعات خطا :EF ،2: فاکتور کاراييRضريب تبيين : 

 

 SVM، صدر اين مرحله مدل RBFو  MLPهاي پس از مدل

گيرد. در اين مطالعه از هايي مشابه، مورد بررسي قرار ميبا داده

( RBFچهار نوع تابع هسته اي )خطي، درجه دوم، درجه سوم و 

استفاده شد. در اين مرحله نيز با  SVMبعنوان تابع فعال مدل 

مجموعه داده  100توجه به روش اعتبارسنجي تقاطعي، تعداد 

اي مورد با توابع مختلف هسته SVMتصادفي ساخته شد و مدل 

دهد که از نشان مي 4(. نتايج شکل 4)شکل  بررسي قرار گرفت

اي انتخاب شده، تابع درجه سوم، داراي بين تمامي توابع هسته

ترين ميزان خطا و بيشترين ميزان دقت است. لذا در اين کم

اي درجه سوم، با تابع هسته SVMمرحله، نتايج حاصل از مدل 

 .  شوددر نظر گرفته مي SVMبعنوان بهترين نتيجه از مدل 

  

 
 MAPEاي در مراحل آموزش و آزمون با استفاده از آمار با تغيير نوع توابع هسته SVMتغييرات دقت مدل  -4شکل 

 

، SVMو  MLP ،RBFبه منظور انتخاب بهترين مدل از بين 

هاي قبل همراه با قسمت ها دربهترين نتايج هريک از مدل

اي کامل از پارامترهاي ارزيابي کارايي شبکه، در جدول مجموعه

دهد، خلاصه شده است. همانطور که نتايج اين جدول نشان مي 4

( داراي 5-23-1و توپولوژي ) BRبا الگوريتم آموزشي  MLPمدل 

کمترين ميزان خطا و بيشترين ميزان دقت است. لذا اين مدل از 

تر همراه با آناليزهاي هاي بعدي و نگاه دقيقيه، براي ارزيابيبين بق

 شود.آماري بيشتر انتخاب مي

هاي در اين قسمت به منظور انتخاب بهترين مجموعه داده

و  BRبا الگوريتم  MLPتصادفي و بعبارتي بهترين نتايج مدل 

 k-foldاي که مدل مجموعه 100( از بين 1-23-5توپولوژي   )

در محيط  gnameبراي هر آناليز آماري ساخته است، از دستور 

ام با بيشترين 61متلب استفاده شد. نتيجه نشان داد که مجموعه 

 100ميزان کارايي و کمترين ميزان خطا، بهترين مجموعه از 

است. لذا اين مجموعه  k-foldمجموعه ساخته شده توسط مدل 

 نتايج ثبت گرديد.داده دوباره مورد بررسي قرار گرفت و 

هاي استفاده شده هاي آماري دادهبرخي از ويژگي 5جدول 

بيني در مراحل آموزش، آزمون و مجموع را همراه با مقادير پيش

نشان  MLPام در مدل 61شده توسط مجموعه داده شماره 

دهند، اختلاف بسيار ناچيزي دهد. همانطور که نتايج نشان ميمي

ها نه، ميانگين، واريانس و مجموع دادهبين مقادير کمينه، بيشي

وجود دارد که در عمل بسيار جزئي هستند. به منظور بررسي 

هاي آماري موجود در اين زمينه استفاده شد. در بيشتر از آزمون

اين مرحله، ميانگين، واريانس و توزيع آماري مقادير واقعي و 

، در مراحل مختلف آموزش، MLPبيني شده توسط مدل پيش

آزمون و مجموع مورد بررسي قرار گرفت. در اين قسمت، فرضيه 
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صفر بر تساوي ميانگين، واريانس و توزيع آماري هر دو سري داده 

 دلالت دارد:

 (9رابطه )

{
𝐻0: 𝑦𝑎̅̅ ̅ = 𝑦𝑝̅̅ ̅

𝐻1: 𝑦𝑎̅̅ ̅ ≠ 𝑦𝑝̅̅ ̅
    𝑎𝑛𝑑  {

𝐻0: 𝜎𝑦𝑎
2 = 𝜎𝑦𝑝

2

𝐻1: 𝜎𝑦𝑎
2 ≠ 𝜎𝑦𝑝

2   𝑎𝑛𝑑   {
𝐻0: 𝑑𝑎 = 𝑑𝑝

𝐻1: 𝑑𝑎 ≠ 𝑑𝑝
 

 pدرصد به کمک پارامتر  95هر فرضيه در سطح احتمال 

محاسبه شده براي هر مرحله بيشتر از  pآزمون شد. بنابراين اگر 

توان رد کرد. براي مقايسه باشد، فرضيه صفر را نمي 05/0

-و کولموگرف t ،Fهاي ميانگين، واريانس و توزيع آماري، از آزمون

محاسبه شده براي هر سه مرحله  pفاده شد. مقادير اسميرنو است

نشان داده شده است.  6)آموزش، آزمون و مجموع( در جدول 

دهد که مقادير ميانگين، واريانس و نتايج اين جدول نشان مي

با مقادير واقعي آن، اختلاف  MLPهاي حاصل از توزيع آماري داده

قابليت اعتماد بالا مورد تواند با دار ندارند و لذا اين مدل ميمعني

 استفاده قرار گيرد.

 
بر اساس پارامترهاي آماري و انجام آناليزهاي متعدد توسط  SVMو  MLP ،RBFهاي انتخاب بهترين مدل همراه با الگوريتم آموزش از بين مدل -4جدول 

 )ميانگين مراحل آموزش و آزمون( k-foldهاي مدل مجموعه داده

 پارامترهاي آماري توپولوژي مدل

  MAPE (%) 
𝑥̅±SD 

RMSE (-) 
𝑥̅±SD 

EF (-) 
𝑥̅±SD 

)-( 2R 
𝑥̅±SD 

MLP-BR 5-23-1 42/0 ± 10/0  22/2 ± 48/0  99/0 ± 01/0  99/0 ± 01/0  

RBF-LM 5-23-1 64/0 ± 16/0  71/3 ± 96/0  99/0 ± 01/0  99/0 ± 01/0  

SVM-Poly2 - 87/4 ± 24/0  92/23 ± 69/0  99/0 ± 04/0  99/0 ± 03/0  

MAPE ،ميانگين مطلق درصد خطا :RMSE ،ريشه ميانگين مربعات خطا :EF ،2: فاکتور کاراييRضريب تبيين : 

 
 ام(61)مجموعه داده شماره  MLPبينی شده توسط بهترين ارزيابی مدل هاي واقعی و پيشهاي آماري مقادير دادهويژگی -5جدول 

 مجموع چولگي کشيدگي بيشينه کمينه انحراف معيار ميانگين و مرحله  مدل

MLP-BR 

 آموزش
 93/1243027 44/0 88/2 68/2599 26/50 07/446 63/770 مقدار واقعي

 27/1243029 44/0 88/2 96/2611 06/48 07/446 63/770 بيني شدهمقدار پيش

MLP-BR 

 آزمون
 13/1890207 40/0 81/2 28/2471 85/53 98/452 41/781 مقدار واقعي

 21/1890207 40/0 81/2 64/2475 30/49 98/452 40/781 بيني شدهمقدار پيش

MLP-BR 

 کل

 06/3133262 42/0 84/2 68/2599 26/50 20/450 10/777 مقدار واقعي

 48/3133236 42/0 84/2 96/2611 06/48 20/450 09/777 بيني شدهمقدار پيش

 
 ام61بينی شده از مجموعه مجموعه داده شماره مقادير واقعی و پيشمقايسه آماري  -6جدول 

 و مرحله  مدل
 نوع تحليل آماري

 مقايسه توزيع مقايسه واريانس مقايسه ميانگين
MLP-BR 

 آموزش
99/0 97/0 99/0 

MLP-BR 

 00/1 99/0 00/1 آزمون

MLP-BR 

 99/0 98/0 99/0 کل

 

در  MLPبه بيان همگرايي بهترين ارزيابي مدل  5شکل 

دهند، مدل پردازد. همانطور که نتايج نشان مياين تحقيق مي

ترين ميزان به بهترين يا بعبارتي کم 418مورد مطالعه در ايپاک 

خطا در مجموع مراحل آموزش، آزمون و ارزيابي رسيده است. 

)قسمت الف(  MLP، ميزان خطا در بهترين ارزيابي مدل 6شکل 

بيني شده توسط اين هاي واقعي و پيشو همبستگي بين داده

دهد. بهترين نتايج هنگامي حاصل مدل )قسمت ب( را نشان مي

بيني شده شوند که معادله خطي مابين مقادير واقعي و پيشمي



 پژوهشی( –)علمی  1400 ، تابستان2، شماره 52، دوره ايران مهندسی بيوسيستم 206

، علاوه بر داشتن بالاترين ضريب تبيين، MLPتوسط مدل 

به صفر( و شيب نزديک به کمترين ميزان عرض از مبدا )نزديک 

 6(. همانطور که قسمت ب از شکل pv=1.00dv+0يک باشد )

علاوه بر داشتن ضريب تببين بالا در  MLPدهد، مدل نشان مي

هاي رگرسيوني در مراحل مراحل آموزش و آزمون، از رابطه

مختلف، با کمترين ميزان عرض از مبدا و شيب نزديک به يک 

دل به راحتي توانايي تبديل شدن به برخوردار است. لذا اين م

بيني کننده براي مجموع سايه تشکيل شده در بهترين مدل پيش

 هاي صفحه تخت براي عرض جغرافيايي ايران را دارد.کنندهجمع

 

 
 MLPنمودار همگرايی بهترين ارزيابی مدل  -5شکل 

 

تاکنون تحقيقات زياي در مورد استفاده از هوش مصنوعي 

هاي هاي سيستمبيني خروجيو شبکه عصبي به منظور پيش

هاي خورشيدي، ها، سلولمختلف خورشيدي )جمع کننده

ها و هاي ناوداني سهموي، گلخانههاي هليوستات، جمع کنندهبرج

 Dimri etو ...( صورت گرفته است ) هاي خورشيديکنخشک

al., 2019 ولي تحقيقي مشابه با مطالعه حاضر ملاحظه نشده )

است. مثلا در تحقيقي از شبکه هاي عصبي مصنوعي به منظور 

تخمين عملکرد حرارتي يک نوع اجاق خورشيدي استفاده شد 

(Ghritlahre and Prasad, 2018 نتايج نشان داد که مدل شبکه .)

عملکرد  %3وسعه داده شده قادر است با دقتي کمتر از عصبي ت

حرارتي اجاق خورشيدي را بصورت ساعتي تخمين بزند. در 

تحقيق ديگري از هوش مصنوعي به منظور تخمين عملکرد يک 

(. Heng et al., 2019جمع کننده سهموي شکل استفاده شد )

از  نتايج نشان داد که مدل توسعه داده شده علاوه بر دقت بالا

عنوان ابزاري به تواند بهسرعت قابل قبولي برخوردار است و مي

منظور کنترل اتوماتيک سامانه مد نظر مورد استفاده قرار گيرد. 

به منظور  RBFدر تحقيق ديگري از يک مدل توسعه داده شده 

 Amini etپيش بيني عملکرد سالن مرغ تخم گذار استفاده شد )

al., 2020که مدل مورد استفاده قادر است با  (. نتايج نشان داد

علاوه بر تخمين ميزان گوشت مصرفي، ميزان  %2خطاي کمتر از 

بيني کود توليد شده را هم با دقت بالا براي هر دوره استفاده، پيش

کند. علاوه بر موارد فوق در تحيقات ديگري نيز به موفقيت آميز 

لوم و هاي مختلف عبودن استفاده از هوش مصنوعي در جنبه

 ,.Blaga et al., 2019; Hamdan et alمهندسي اشاره شده است )

2016; Kalani et al., 2017بر طبق نتايج بدست آمده از جدول .) 

نهايي در  MLPتوان دريافت که دقت مدل در اين مطالعه، مي 4

ها اين پژوهش بسيار بيشتر از مقاديري است که در فوق به آن

  (.MAPE=0.419%اشاره شده است )

هاي مدل نهايي در نهايت آناليز حساسيت هر يک از ورودي

( در برابر ميزان تغييرات ضريب تبيين خروجي مدل، MLPشده )

(. نتايج نشان داد که بيشترين 7مورد بررسي قرار گرفت )شکل 

سهم از تغييرات خروجي در اثر تغيير ميزان فاصله شيشه تا صفحه 

شود و پس از آن درصد( ايجاد مي 60/54جاذب جمع کننده )

 40/19درصد( و زاويه شيب جمع کننده ) 30عرض جمع کننده )

درصد( به ترتيب بيشترين تغييرات در خروجي مدل را باعث 

شوند. نتايج آناليز حساسيت در اين تحقيق به خوبي اثر مي

تغييرات ميزان فاصله شيشه تا صفحه جاذب بر تشکيل سايه و 

در جمع کنندهاي خورشيدي صفحه تخت را نشان افت انرژي 

توان نتيجه گرفت که بهينه سازي اين متغير با داد. بنابراين مي

تواند منجر توجه به شرايط آب و هوايي منطقه مورد استفاده مي
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به کاهش تلفات انرژي شود. نتايج آناليز حساسيت با مدل شبکه 

ل رياضي است که عصبي همراستا با نتايج آناليز حساسيت با مد

هاي ورودي به بررسي ميزان در آن دقيقا با استفاده از همين نهاده

تشکيل سايه در جمع کننده خورشيدي صفحه تخت پرداخته شد 

  (.Farhadi and Taki, 2020بود )

 

 
 )الف(

 
 )ب(

  در مرحله آزمون MLPبينی شده توسط مدل ، ب: مقايسه مقادير واقعی و پيشMLPبينی نتايج توسط مدل الف: ميزان خطاي کل در پيش -6شکل 

 
 خروجی مدل 2Rدر برابر ميزان تغييرات  MLPهاي مدل آناليز حساسيت هر يک از ورودي -7شکل 
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 گيري کلینتيجه
مساحت سايه ايجاد شده در در اين تحقيق، به منظور تخمين 

هاي صفحه تخت )در ابعاد مختلف( در انواع مختلف جمع کننده

( و همچنين RBFو  MLPايران، از دو نوع مدل شبکه عصبي )

( استفاده شد. دو نوع SVMمدل رگرسيون بردار پشتيبان )

(، تابع انتقال تانژانت BRو  LMالگوريتم آموزشي مختلف )

ها درلايه پنهان مختلفي از انواع نورونهاي سيگموئيد و ترکيب

شبکه عصبي در نظر گرفته شد. از چهار  ( براي دو مدل25تا  5)

عنوان ( بهRBFنوع تابع انتقال )خطي، درجه دوم، درجه سوم و 

ها، از مدل استفاده شد. در طي آناليز داده SVMتوابع فعال مدل 

به منظور ايجاد  (k-fold cross validationاعتبارسنجي تقاطعي )

مجموعه داده تصادفي در هر مرحله استفاده شد. نتايج کلي  100

با  MLPها، مدل اين تحقيق نشان داد که از بين تمامي مدل

( بهترين و 1-23-5و توپولوژي ) LMالگوريتم آموزشي 

اي که مجموعه داده 100کند. از بين ترين نتايج را ايجاد ميدقيق

( ايجاد شده بود، 5-23-1ي ساختار )برا k-foldتوسط مدل 

ام بيشترين دقت ممکن را داشت. نتايج آماري حاصل 61مجموعه 

از بررسي اين مجموعه نشان داد که بين ميانگين، واريانس و توزيع 

بيني شده با مقادير واقعي در سطح هاي پيشآماري مجموعه داده

تيجه گرفت توان ندار وجود ندارد و مياختلاف معني %95احتمال 

تواند به عنوان بهترين مدل پيشگو در که اين مدل با دقت بالا مي

 اين مورد خاص مورد استفاده قرار گيرد.

 سپاسگزاري
وسيله از معاونت پژوهش و فناوري دانشگاه علوم کشاورزي بدين

هاي مالي در اجراي و منابع طبيعي خوزستان به دليل مساعدت

ژوهشي داخلي دانشگاه با عنوان اين تحقيق که بخشي از طرح پ

کاربرد هوش مصنوعي در تخمين ميزان سايه و افت انرژي در ”

، کمال تشکر و قدرداني “هاي تخت خورشيدي استکنندهجمع

 شود.مي

 گونه تعارض منافع بين نويسندگان وجود ندارد.هيچ
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