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ABSTRACT 

Quantitative and qualitative analysis of water resources has become one of the most widely used topics in water 

resources research today. In this research, data mining, artificial intelligence, mathematical techniques have 

been used to simulate water behavior and estimate its parameters changes. The models used to estimate 

hydrogeological parameters are Self-adaptive Extreme learning machine (SAELM), Least square support 

vector machine (LSSVM), Adaptive Neuro-Fuzzy Inference System (ANFIS) and Multiple linear regression 

(MLR) models. Also, to evaluate the performance of these models, the accuracy of the models was assessed in 

the form of 5 approaches. The results showed that the SAELM model was the best model based on the 

simulation and correlation diagrams. Based on accuracy evaluation indices, the SAELM model with RMSE, 

MAPE and, R indices equal to 0.1545, 0.0070, and 0.9979, respectively, had the highest accuracy in 

hydrogeological parameters prediction. Based on Uncertainty Analysis by the Wilson Score method, the 

performance of the top model (SAELM) was estimated to be underestimated. Also, based on the error ratio 

diagrams, the most accurate results were related to the SAELM model. Finally, the SAELM model was assigned 

the lowest error rate using the error distribution diagrams. 

Keywords: Self Adaptive Extreme Learning Machine, Least Square Support Vector Machine, Adaptive Neuro 

Fuzzy Inference System, Multiple Linear Regression, Uncertainty Analysis. 
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 يادگيری هایهيدروليکی منابع آب با استفاده از تکنيکسازی مدل

 3، سعيد شعبانلو2، اميرحسين پورسعيد*1مجتبی پورسعيد

 .آباد، ایران، خرملرستان معاونت فنی سازمان برنامه و بودجهعمران آب، . 1

 .آباد، ایرانگروه مهندسی برق، دانشگاه لرستان، خرم .2

 .ه، دانشگاه آزاد اسلامی،کرمانشاه، ایرانگروه مهندسی آب، واحد کرمانشا .3

 (6/9/1400تاریخ تصویب:  -3/9/1400تاریخ بازنگری:  -23/6/1400)تاریخ دریافت: 

 چکيده

تحلیل کمی و کیفی منابع آب امروزه به یکی از موضوعات مهم در تحقیقات منابع آب تبدیل شده است. در این تحقیق از 

سازی رفتار آب و تخمین تغییرات پارامتریک آن استفاده شده مصنوعی و ریاضی برای شبیههای هوش کاوی، تکنیکداده

، حداقل مربعات ماشین SAELMیادگیری نیرومند خودتطبیق  های بکار گرفته شده عبارتند از: مدل ماشیناست. نام مدل

که برای  MLRن خطی چندگانه و مدل آماری رگرسیو ANFISهای عصبی نروفازی ، مدل شبکهLSSVMبردار پشتیبان 

رویکرد دقت  5در قالب  ،هاتخمین پارامترهای هیدروژئولوژیکی استفاده شده است. همچنین برای ارزیابی عملکرد مدل

برترین مدل  SAELMسازی و همبستگی مدل براساس نمودارهای شبیهکه ها بررسی گردید. نتایج تحقیق نشان داد مدل

، 1545/0به ترتیب برابر با  Rو  MAPEو  RMSEهای با شاخص SAELM مدلزیابی دقت، های اربود. براساس شاخص

بالاترین دقت در تخمین پارامترهای هیدروژئولوژیکی بود. بر اساس تحلیل عدم قطعیت ویلسون دارای  9979/0و  0070/0

(Wilson Score method( عملکرد مدل برتر )SAELM( دست پایین )Underestimatedبر ) آورد گردید. همچنین براساس

بود. در پایان با استفاده از نمودارهای توزیع خطا  SAELMترین نتایج مربوط به مدل نمودارهای نسبت اختلاف خطا، دقیق

 اختصاص یافت. SAELMکمترین میزان خطا به مدل 

های نروفازی، رگرسیون خطی ماشین یادگیری نیرومند، ماشین حداقل مربعات بردار پشتیبان، شبکههای کليدی: واژه

 چندگانه، تحلیل عدم قطعیت.

 

 مقدمه

ای هتلاش بشر بر رفع مشکلات زندگی روزمره، اساس ابداع روش

های علمی نیز مشابه با امورات دیگر دچار علمی است. روش

تا تبدیل به روشی جدید با توانایی گردند تغییرات و بهبود می

های علمی، ابداع بالاتر و زحمت کمتر شوند. یکی از این تلاش

-های فراابتکاری است. شبکههای هوش مصنوعی و الگوریتمروش

های های یادگیری از زیرمجموعههای عصبی مصنوعی و ماشین

 ترین انواع آنها هستند.های هوش مصنوعی بوده و از موفقتکنیک

های هوش مصنوعی، به تعدادی ای در خصوص روشبعد از مقدمه

از تحقیقات گذشته که در این زمینه انجام گرفته است، اشاره 

کردن تراز آب ، با مدل Adhikary & Gupta((2011شود. می

( در کشور بنگلادش با استفاده از مدل تفاضل GWLزیرزمینی )

نفوذ و  (GWL) تغییراتسازی ، به مدلMODFLOWمحدود 

ساحلی پرداختند. های شور به سمت آبخوان جبهه آب

2011))Banerjee et al. ، سازی تبادل شوری با سفره آببه شبیه 

 پسپرداختند. سبا استفاده از شبکه عصبی مصنوعی ، زیرزمینی

                                                                                                                                                                                                 

 mojtaba.poursaeid.ac@gmail.comنویسنده مسئول:  *

 بینی کیفیپیش های دوساله آموزش دید و سپس بهبا دادهمدل 

، به  Mustapha & Abdu((2012سال آینده پرداخته شد.  5

سازی کیفی منابع آب با استفاده از مدل رگرسیونی شبیه

در  CODو  TDS ،BOD5 ،CL ،DOپرداختند و بر روی مقادیر 

های سطحی رود جاکارا در کشور نیجریه با دو روش تحلیل آب

( و نیز مدل رگرسریون چندگانه خطی اقدام PCAمولفه اساسی )

 هایبینی دادهبرای پیش،  .Cuest Cordoba et al((2014. کردند

میزان نفوذ شوری در دلتای رودخانه سازی شبیه، به زمانیسری

زمانی، سریکه مدل  نتایج نشان داد. کالوسایاتچی پرداختند

 .ستا شوری آبخوان تبادلبینی برای پیشمناسب و قوی  یابزار

-ینهمدل بهک ی، Guneshwor et al. (2018)تحقیق دیگری  در

با اتصال  PSO ی ازدحام ذراتسازینهبا به یسازیهشب-یساز

در  یگغلظت آلود یسازیهشد. شب یبساز شبکه مشبک ترکیهشب

نشان داد که مدل  یجشد. نتا یسازیهآبخوان با دو روش شب

تشار ان یختار دقیقتواند در هر دو مورد به طور  یمنبع م ییشناسا

مطالعه نشان داد که مدل  ینکند. ا یاز محل دفن زباله را بازساز

mailto:mojtaba.poursaeid.ac@gmail.com
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مشکلات  یبراوثر تواند به طور میم PSOبر  یمبتن یسازینهبه

 .یردمورد استفاده قرار گ یرزمینیز یهاآب یآلودگ ییشناسا

Vaheddoost & Aksoy (2018) را یهاروم یاچهنفوذ آب شور در 

مطالعه کردند.  یرزمینی آنمنابع آب ز های ساحلی وبه آبخوان

ع بر مناب یشور یرو تاث یاچهحل مشکل کاهش سطح در یآنها برا

 یرزمینیز یهااعلام شد که آب یانکار کردند. در پا یرزمینیآب ز

. خواهند داشت یهاچه ارومیدر یایدر اح یاتینقش مهم و ح

Elkiran et al. (2019)، یهادر مورد کاربرد شبکه نویسندگان 

ی آب بحث کردند. آنها با شبکه عصب یفیتک یسازیهدر شب یعصب

 یج. نتالازم را انجام دادند یسازمدل ARIMAو مدل  بازگشتی

توانند عملکرد یم یشبکه عصب یهانشان داد که مجموعه

 دهند. یشدر واحد افزا %14را تا  اعتبارسنجی مدلمتوسط 

(Wang et al. (2019 ،رودخانه را با استفاده  یلودگآ یامنابع نقطه

انجام دادند. آنها از مدل  LSTM یقعم یادگیری یهااز شبکه

LSTM ینآب در استان شاندونگ چ یهایندهآلا ییشناسا یبرا 

 یدقت خوب LSTM هایشبکه نشان داد که یجاستفاده کردند. نتا

 یبرا با ترک یمدل ،Zhang et al.  (2019)د.ندارسازی در شبیه

ان داد که نش یجتوسعه دادند. نتایک ژنت یتمالگورو  یشبکه عصب

 ینیب یشدر پ یدقت و عملکرد خوب HANN یبیمدل ترک

روی ، Jamei et al. (2020) آب نشان داد. یفیتک یپارامترها

یزی رپارامترهای کیفی آب مطالعه کردند. آنها با استفاده از برنامه

سازی ( را شبیهTDSدر آب ) مواد جامد محلول (، کلGPژنتیک )

 یتظرف یدارا W-GEPو  WMGGPنشان داد که  یجنتا کردند.

 Azimi & Azhdary) .دهستن TDS یبرتر برا ینیبیشپ

Moghaddam (2020یبا بررسرا  استاندارد گی، شاخص بارند 

 20به مدت  ،منطقه مورد مطالعه 609چاه در  26027ماهانه 

 یلمحاسبه و تحل یراندر ا چستانیستان و بلوس ی استانسال برا

، نییبیشدر پ یهوش مصنوع یها. سپس با استفاده از مدلکردند

نشان داد که شاخص  یجمورد نظر انجام شد. نتا یسازیهشب

 ت.اس "یعاد یخشکسال" صاز شاخ یدترشد "یفخف یخشکسال"

(Chen et al. (2020، 10آب را با استفاده از  یفیتک یپارامترها 

 شد که یانکردند. سپس ب یسازیهشب یادگیری ینمدل ماش

ی یادگیری، نسبت به سایرین، با دقت خوبی هااز مدل یبرخ

 ،Majumder & Eldho (2020. )انجام دادند لازم را ینیبیشپ

 یبشبکه عص یکبا اتصال  ی، مدلیرزمینیز یهاآب یهتصف یبرا

 هادیشنپ( GWی )ساز گرگ خاکسترینهبه الگوریتمبا ی مصنوع

، شبکه عصبی مصنوعی لعملکرد مد ینشان داد که برا یجشد. نتا

 یهمبستگ یببه صفر و ضر یکنزد( MSE) مربع یانگینم یخطا

(R )است. 99/0به  یکنزد (Poursaeid et al., 2020ک ،) اربرد

 یفیک یسازیهو شب ینیبیشرا در پ یهوش مصنوع یهامدل

 OSELMو  ELM یهاقرار دادند. آنها مدل یمنابع آب مورد بررس

تایید ، آنها یتکردند. در نها ترکیب Wavelet-transformرا با 

ه نسبت ب یعملکرد بهتر یبیترک هایمدلبرخی از که  کردند

 ی،مقاله مرور یک، در Rajaee et al. (2020. )دارد یاصل یهامدل

 ینیب شیدر پ یمقاله در مورد استفاده از هوش مصنوع ینچند

مقاله در مورد  13شده است. آنها  یمنابع آب بررس یفیتک

و  را بررسیآب  یفیتک ینیبیشدر پ یهوش مصنوعاز استفاده 

 یفیت، کKadkhodazadeh & Farzin (2021) .تشریح کردند

مقاله، آنها با استفاده  ینمنابع آب را مورد مطالعه قرار دادند. در ا

-LSSVM، به نام  LSSVMشده با  یبترک یسازینهبه یتماز الگور

GBO ، پارامترهایEC  وTDS ینا یبرتر کردند و زیسایهرا شب 

 Che Nordin. )کردند ییدآب را تأ یفیتک یسازیهدر شب یتمالگور

et al. (2021 یو کاربرد هوش مصنوع یر، تأثیمقاله مروریک ، در 

 ینا یجتاقرار دادند. ن یآب مورد بررس یفیتمطالعات ک یرا بر رو

 اعلام شد یدمف زیرزمینی یهاتوسعه آب یهاپروژه یمطالعه برا

 نییرزمیز یآبها یفیتدر ک یهوش مصنوع یو به بهبود کاربردها

ارائه  یسازبهبود مدل یبرا ییراهکارها ینکند. همچنیکمک م

 یلو تحل یهتجز یها، روشYishan Zhang et al. (2021) شد.

 یبرا ترک یقعم یادگیریها و داده یساز، مدلیشگاهیآزما

مختلف  یپارامترها HF-DFM مدل ترکیبی کردند. آنها گفتند

رای در این مطالعه ب کند.یم یینتع با دقت مناسبی آب را یفیتک

اولین بار در منطقه مورد مطالعه، از سه مدل معروف هوش 

طور های یادگیری و منطق فازی، بهمصنوعی از مجموعه ماشین

سازی و تخمین ان در کنار یک مدل آماری به منظور شبیههمزم

میزان تغییرات فصلی دراز مدت، در تراز منابع آب زیر زمینی 

رویکرد مختلف، بصورت عددی و  5استفاده گردید. همچنین با 

شماتیک، عملکرد هر مدل بطور جداگانه مورد ارزیابی قرار گرفته 

های یادگیری د مدلاست. هدف اصلی این مطالعه بررسی عملکر

 های آماری است.ماشین و منطق فازی در قیاس با مدل

 هامواد و روش

 مطالعه مورد مطالعه

شت دحوزه آبریز  واراک  شهرستان نطقه جغرافیایی این تحقیق،م

های سینوپتیک آماری ایستگاهمیقان است. با توجه به نتایج 

آن متر در شمال شرق میلی 461بارش ینه و کمینه یشمنطقه، ب

( 1). در شکل متغیر استمتر در مرکز دشت اراک میلی 208 تا

موقعیت جغرافیایی ناحیه مورد مطالعه دریاچه میقان و چاه 

اطلاعات پارامتر تراز آب  مشاهداتی ویسمه قابل مشاهده است.

ماه برداشت شد و از  173زیرزمینی در تالاب مذکور در طی 
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، CL، کلر  Salinity، نمکTDSت محلول پارامترهای کل جامدا

ها و ، بعنوان ورودی مدلECو هدایت الکتریکی آب  Timeزمان 

بعنوان پارامتر خروجی  GWLاز پارامتر تراز ایستایی آب زیرزمینی 

 مدل استفاده گردید.

 

استان مرک ی

درياچه ميقان

چاه های ويسمه

 
 (Wikimedia & GoogleMapاستان مرک ی ) ،محدوده جغرافيايی تالاب ميقان در شهرستان اراک -1شکل 

 

 (LSSVMمدل حداقل مربعات ماشين بردار پشتيبان )

ماشین بردار پشتیبان نوعی از مدل ماشین بردار پشتیبان است 

دل فاکتورهای ثابت مکه با تغییراتی بطور خودتطبیق، می تواند 

بردار پشتیبان را با رویکرد حداقل مربعات تنظیم و ارائه نماید. 

نا شد ب نام واپنیکمدل بردار پشتیبان در ابتدا توسط شخصی به

Sapankevych & Sankar (2009)های . این نوع از ماشین

عمل کرده،  ساختاریریسکسازییادگیری براساس مینیمم

-های هوش مصنوعی از روش مینمماز روش درحالیکه برخی دیگر

طور مختصر می توان گفت برند. بهسازی ریسک تجربی بهره می

ریزی درجه دوم، معادله که در این نظریه، در یک مسئله برنامه

ای بدست می آید که در آن معادله پارامترهای ثابت مدل تعیین 

( GA) نتیکو سپس با الگوریتم های بهینه سازی اعم از الگوریتم ژ

ت دسهای دیگر مقادیر بهینه برای این معادله را بهیا سایر روش

 ;Campbell, 2002; Cristianini & Shawe-Taylor, 2000)آورد. 

Schölkopf & Smola, 2002; Suykens et al., 2002 تعریف .)

ها و ورودیبه عنوان   iyو  ixاینگونه است که اگر  LSSVMریاضی 

 صورت زیرها باشند، آنگاه تابع رگرسیونی غیرخطی بهخروجی

 (:(Valyon, J. Horvath, 2007 است

 (1)رابطه 

1

( ) ( ) . ( )
k

T

i i i

i

f x w x b w x b 


   
 

گرهای ترسیم φبایاس و  bبردار وزن،  wکه در اینجا 

 غیرخطی که در فضای ویژگی عمل نمایند هستند و لذا داریم:

                           (2)رابطه 

1 1

,

k k

w

w

w







   
   

 
   
       

(، مسئله 2کردن مسئله بهینه سازی درجه ) با کمینه

 رگرسیون غیرخطی بصورت زیر قابل حل است:
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 (3)رابطه 

2

, ,

1

1 1
( , )

2 2

n
T

w e b i

i

Min w e w w e


 
   
 


 

 عنوان متغیر تعدیل دو قسمت معادله است:به 𝛾که در اینجا 

 (4)رابطه 

. ( ) ,T

i i i i i i
Y w x b e Y y      

 گردد.عنوان نویز شبکه تعریف میبه iλلازم بذکر است که 

تابع  nدار از ، خروجی عبارتست از مجموعه وزن ixسپس برای هر 

( که متغیر مرکزی توابع هسته موردنظر Kernel functionهسته )

گردد. فرم لاگرانژی معادله را آموزش مشخص می ixبا استفاده از 

 خواهیم داشت:

 (5)رابطه 

 
1

( , , , ) ( , ) . ( )
n

T

i i i i

i

w b e w e w x b e Y   


     
 

iα  ها ضرایب لاگرانژی هستند. در ادامه حل، با یک مسئله

با را  سازیکنیم. سپس بهینهسازی مقید، مسئله را حل میبهینه

 قیدهای ذیل داریم:

 (6)رابطه 

1

1

0 ( )

0 0

0 , 1,2,...,

0 ( ) 0 , 1,2,...,

n

i i

i

n

i

i

i i

i

T

i i i

i

w x
w

b

e i n
e

w x b e Y i n


 





 











  




  




   




      





 

 و در پایان داریم:

 (7)رابطه 

11 1
1 1

1

0 1 1

01
1

1
1

n

n n
n nn

b

Y

Y







 
     
       
     
     
     
       
   

 

 که در معادله فوق داریم:

 (8)رابطه 

 

 

توابع کرنل  j,xik(x(ها و ماتریس هسته i,jΦ و در معادله فوق

 صورت زیر نوشته خواهند شد:باشند که بهمی

 

 (9)رابطه 

. ,( , ) , ( ). ( ) , , 1,...,T

i j i j i j i jK x x x x i j n     
 

 (SAELMماشين يادگيری نيرومند خودتطبيق )

توسط دانشمندی به نام هوانگ در سال  این الگوریتمتئوری 

(. این مدل از (Huang et al., 2004ریزی شد ارائه و پایه 2004

های یادگیری بوده و در تحقیقات هوش مصنوعی از دسته ماشین

های هوش مختلف برتری و سرعت آن نسبت به سایر روش

یل دلی، بههای عصبی و ماشینهای یادگیرمصنوعی اعم از شبکه

 Huang et al., 2012; Liang etاثبات شده است  لایه بودنتک

al., 2006)ن یادگیری، اگر تعداد(. در شبکه این نوع از ماشی n 

 بر اساس روابط ریاضی ،در نظر بگیریم در لایه مخفیرا نرون 

عریف تزیر صورت بهرا  تک لایه پیشخور ماشین یادگیریشبکه 

 (:(Poursaeid et al., 2021کنیم می
 (10)رابطه 

1

( ; , ) , 1,2,3,...,
n

j i k i i

i

W f x c a j k


 
 

به ترتیب تابع انتقال ورودی و خروجی  i𝜆و  fطوریکه به

همان بردار وزن است، در میان نقاط خروجی  که Wبردار هستند. 

ر ی شبکه را بطوهاو بایاس ارتباط برقرار کردهلایه مخفی  و نقاط

توان به شکل رابطه فوق را می کنند.تصادفی مقداردهی می

 ماتریس زیر بازنویسی کرد:

W(                                                      11)رابطه   

 (12)رابطه 

1 1 1 1

1 1

( ; , ) ( ; , )

( ; , ) ( ; , )

k k

n N k k n k

f x c w f x c w

f x c w f x c w





 
 


 
   

 (13)رابطه 

1 2( , ,..., )T T T T

h h m     
W†(                                                     14)رابطه   

 (ANFISشبکه عصبی نروفازی تطبيقی )

، نوعی ANFISفازی یا به اختصار -های عصبی مصنوعی نروشبکه

های عصبی پیشخور هستند که بر اساس منطق فازی از شبکه

ها از دو نوع سیستم شبیه سازی می کنند. در این نوع از شبکه

-El) استفاده می گردد FISاستنباطی مبتنی بر منطق فازی 

Shafie et al., 2006:) 

که به  Mamdaniشبکه مبتنی بر استنباط فازی به نام  -

 به معروف است. M-FISاختصار 

که به  Takagi-Sugenoشبکه مبتنی بر استنباط فازی  -

 معروف است. TS-FISاختصار به 

     1 1,..., , ,..., ,1 1,...,1n nY Y Y     
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وجود دارد که برای  2Dو  1Dها حداقل دو ورودی در این شبکه

و دو اصل شرطی  TS-FISشبکه مبتنی بر سیستم استنباط فازی 

خواهد بود و قوانین  O( برای هر خروجی if-thenآنگاه )-اگر

 & Arora)های فازی بصورت زیر است شرطی این شبکه

Keshari, 2021): 

 باشد، آنگاه داریم که: 1Oو خروجی  1Dورودی  xاگر  قانون اول:

1 1 1 1 1 1f a x b y c  
 

 باشد، آنگاه داریم که: 2Oو خروجی  2Dورودی  xاگر  قانون دوم:

2 2 2 2 2 2f a x b y c  
 

لایه دیگر خلاصه می  5های نروفازی در یک لایه ورودی و شبکه

 تواند به نوعی بیانگر یک شبکه عصبی چندگردد که این شبکه می

 اشد.لایه ب

 ورودی nلایه ورودی با  لايه صفر:

این لایه توابع عضویت را با استفاده از قوانین گاوسی لايه اول: 

  آورد.برای هر گره از شبکه بوسیله نقاط فازی شده فراهم می

(             15)رابطه 

2

( ) exp

it

i
Di

i

x h
x

z


    
    
      

 شبکه هستند.پارامترهای توابع خودتطبیق  ihو  iz ،it که در اینجا

این لایه کلیه مقادیر فازی شده نقاط شبکه از  درلايه دوم: 

عنوان پارامترهای عضویت و نیز به iOو  iDگردد. اپراتورها رد می

( )Ii x و( )ki x.هم به عنوان پارامترهای پیشین لایه اول می باشند 

)(                           16)رابطه  ) ( )i Di Oiw x x  
 

در این لایه کلیه مقادیر بر اساس فرمول ذیل نرمالیزه لايه سوم: 

 می شوند.

1(                                17)رابطه 

( ) i
i T

t

t

w
Mean w

w





 

تبه معرف مجموع مقادیر اپراتورهای مر iMean (w(که در اینجا 

i.ام در لایه دوم است 

در این لایه مقدار تابع خطی هر گره محاسبه شده لايه چهارم: 

 هایو مقادیر خطا نیز  با استفاده از روش محاسبه خطا در شبکه

 آید.به دست می  (BNN-errorگرد )عصبی انتشار عقب

 (18)رابطه 

0 0 1 1 2( ). ( ).( )i i iMean w f Mean w a x a x a  
 

خروجی  iMean (w(و  iبه عنوان پارامتر ورودی  iaکه در اینجا نیز 

 باشد.لایه قبلی )لایه سوم( می

در این لایه مجموع مقادیر خروجی هر گره از لایه لايه پنجم: 

 چهارم طبق فرمول ذیل محاسبه می شود:

(              19)رابطه 

( )
i i

i i

i

w f

Mean w f

w







 

 (MLRمدل رگرسيون چندگانه خطی )

هایی مبتنی بر رگرسیون خطی چندگانه روشهای روش

ها جهت بررسی روابط باشند. در این روشمحاسبات آماری می

متغیر ورودی و چند متغیر هدف قابل استفاده هستند. تعریف 

 باشد:ریاضی این مدل بصورت ذیل می

0(  20)رابطه  1 1 2 2 ....i m m iy a a x a x a x      
 

تغیرهای چندگانه ورودی ها م mxمتغیر هدف،  iyکه در این معادله 

خطای تصادفی در مدل  ξ ها ضرایب رگرسیونی و maمدل، 

 (.(Çamdevýren et al., 2005رگرسیونی است 

 بندی اطلاعاتکاوی و جمعداده

هوش  هایدقت مدلجهت بررسی و ارزیابی نتایج مربوط به 

شود که به نام ها استفاده میسازی دادهمصنوعی، از روش تصادفی

فولد معروف است، استفاده گردید. مزیت این کار -روش کا

های آموزش مدل سازی است. دربالارفتن اطمینان و دقت شبیه

برداری انجام گرفته ماه نمونه 173های از دادههوش مصنوعی 

مابقی  %30و ( Trainبرای آموزش ) هاداده %70)کل بانک داده(، از

. استفاده شدسازی ( در عملیات شبیهTestها جهت آزمون )داده

( به تصویر 2فلوچارت مراحل مختلف این تحقیق در شکل )

 کشیده شده است.

 هاتنظيم مدل

 زمانی و ارتباطدر این مطالعه، با توجه به ارتباط پارامترهای سری

با حجم آب،  ل، غلظت نمکمفهومی غلظت کل جامدات محلو

، همچنین تاثیر زمان Salinityو  TDSبا   ECارتباط هدایت الکتریکی

-زمانی، از پارامترهای مذکور جهت شبیههای از نوع سریبر داده

استفاده شد. چکیده  GWLسازی رفتار تغییرات تراز آب زیرزمینی 

( 3کل )شترتیب در صورت شماتیک از ابتدا تا پایان، بهتحقیق به

  به تصویر کشیده شده است.

 هامعيارهای سنجش عملکرد مدل

های عددی از منظور ارزیابی دقت مدلدر مطالعه حاضر به

درصد  ،(RMSE)های آماری خطای جذر میانگین مربعات شاخص

و ضریب  )SI(شاخص پراکندگی  ،)MAPE(خطای مطلق میانگین 

 ود.شاستفاده می( 2Rتبیین )

 
         

2

1 1 12

2 2 2 2

1 1 1 1

n n n
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n n n n

i i i ii i i i

n O I O I
R

n O O n I I

  
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


 

  

    
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 
2

1

1 n

i ii
RMSE O I

n 
 

 
1 100

n

i ii
O I

MAPE
n



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

 

RMSE
SI

I


 
 I، های مدلخروجی iO، های مدلورودی iIها، که در کلیه مدل

 های واقعی است.دادهتعداد  nو  واقعیمیانگین مقادیر مقدار 

 

 تاعلاطا کناب  يرعت
ینامز یرس

اه لدم یجورخ  يرعت
(Yn)

اه لدم یدورو  يرعت
(X1,….,Xn)

 ورش

اه هداد یزاس یفداصت و دنور   ح
(K-fold Cross Validation)

 هداد  يرعت
شزومآ یاه

 هداد  يرعت
نومزآ یاه

 نويسرگر
یطخ هناگدنچ

یعونصم شوه

 یريگداي نيشام
قيبطتدوخ دنمورين

 نيشام تاعبرم لقادح
نابيتشپ رادرب

نيشام یريگداي

 درکلمع یبايزرا
 قد و

یرامآ-ی اير لدم

 یبصع هکبش
قيبطتدوخ یزافورن

 
 قيفلوچارت مراحل مختل  تحق -2شکل 

 

 

Xi Yi

                    

Xn

X1

Yn

Y1

              
            

     
,

,

                     
                

LSSVM Model

Xi Yi

ANFIS Model

Xi Yi

Multiple Linear Regression

         -     

                
            

Xi Yi

ELM Model

                     

 
 چکيده تصويری تحقيق -3شکل 
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 نتايج و بحث
گرفت. سازی انجام ها وارد و شبیهمقادیر ورودی به مدل         

سازی شده یا مقادیر واقعی در هر نمودار محور قائم مقادیر شبیه

های گیری یا تعداد خروجیهای نمونهو محور افقی تعداد آزمون

-باشد را نشان میمی 52ها، که عدد سازی شده توسط مدلشبیه

 دهند.

 

  

  

  

  

 هاب( نمودار دق  تخمين مدل و هاال ( همبستگی مشاهدات با خروجی، هانمودارهای سنجش مدل -4شکل 

 

ترین تخمین با توجه به براساس نمودارهای فوق دقیق

بینی، همچنین اختلاف ناچیز میان نمودار مشاهدات و پیش

های مشاهدات و خروجیتمرکز بالاتر نقاط در نمودار همبستگی 

یابد. همچنین، جهت اختصاص می SAELMها، به مدل مدل

های بینی برای دادهها در پیشمقایسه عملکرد هر یک از مدل

آموزش و آزمون به ازای معیارهای ارزیابی عملکرد مختلف، در 

 (  نشان داده شده است.3( و )2جداول )

 

 های آموزشمدلنتايج معيارهای ارزيابی عملکرد  -2جدول 

 MAPE RMSE SI 2R نام مدل

SAELM 0061/0 1512/0 000084/0 9887/0 

LSSVM 0107/0 3924/0 0001/0 9289/0 

MLR 0266/0 609/0 0002/0 8103/0 

ANFIS 4174/8 14/3241 0085/0 6874/0 
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 های آزموننتايج معيارهای ارزيابی عملکرد مدل -3جدول 

 MAPE RMSE SI 2R نام مدل

SAELM 0070/0 1545/0 000094/0 9958/0 

LSSVM 0165/0 3952/0 0002/0 92756/0 

MLR 0280/0 6161/0 0003/0 80461/0 

ANFIS 566/8 240/15 0091/0 68459/0 
 

ترین نتایج و کمترین مقادیر بر اساس جدول فوق، دقیق

،  RMSE  ،MAPEهای با شاخص SAELMخطا مربوط به مدل 

SI  2وR  و  000094/0،  007/0،  1545/0به ترتیب برابر با

 باشد.می 9958/0

 Uncertainty) هاتحليل عدم قطعي  ويلسون برای مدل

Analysis) 

های هوش مصنوعی و رگرسیونی و به سازی مدلبعد از شبیه

بینی مجهولات، میزان عدم منظور بررسی میزان خطا در پیش

 توان عملکردو بر اساس آن میقطعیت هر مدل قابل محاسبه بوده 

هر مدل را در تخمین مقادیر هدف مورد ارزیابی قرار داد. در 

 Wilsonتحقیق حاضر به روش تحلیل عدم قطعیت ویلسون )

Score Methodهای کاربردی موجود این محاسبات (، برای مدل

، میانگین خطا iانجام گردید. میزان خطای تخمین
i  انحراف و

-عدم، که در جدول زیر نتایج تحلیلiS استاندارد مقادیر خطا

( درج WUBقطعیت بروش امتیاز ویلسون با مقادیر باند اطمینان )

 PEI) %5معناداری شده است. مقادیر مذکور با احتساب سطح

( محاسبه گردید. همچنین درصورتی که مقدار خزای 95%

ین یک مدل مثبت باشد، مدل دارای عملکرد دست بالا میانگ

(Overestimated و در صورت منفی بودن آن مدل دارای عملکرد )

 ( خواهد بود.Underestimatedدست پایین )

 

بهترین مدل با کمترین  SAELMنتایج نشان داد که مدل 

بوده  16338/0و انحراف استاندارد  027/0میانگین خطا به مقدار 

ملکرد مدل بر اساس علامت میانگین خطا، دست پایین است. ع

Underestimated .برآورد گردید 

 (Discrepancy Ratio)نرخ اختلا  خطا 

با توجه به مفهوم ریاضی نسبت اختلاف، نمودار نسبت اختلافی 

( نشان داده 5های تحقیق، در شکل )نتایج شبیه سازی شده مدل

باشد. هر قدر نتایج ها میمدلشده است. این نمودار بیانگر دقت 

تمرکز بیشتری بر این خط داشته باشند، نشان از دقت بیشتر 

 سازی خواهد داشت.شبیه

(، به وضوح دقت 5با توجه به نمودارهای مندرج در شکل )

بل سازی قابالای مدل ماشین یادگیری نیرومند تطبیقی در مدل

ی شده )نقاط سازهای شبیهمشاهده است. میزان پراکندگی داده

دهد. تمرکز نقاط در روی نمودار(، میزان خطای مدل را نشان می

نشان از دقت بالای ماشین  DR=1 خط به SAELMنمودار مدل 

ها دارد. هرچند یادگیری نیرومند تطبیقی نسبت به سایر مدل

نیز مناسب بوده و  LSSVMهای خروجی مدل میزان تمرکز داده

-ترتیب در رتبهنیز به ANFISو  MLRهای دقت بالایی دارد. مدل

های بعدی دقت بر اساس نمودار شاخص نسبت اختلاف خطا قرار 

 گیرند.می

 نمودار توزيع خطا

( بر اساس میزان درصد خطای هر مدل، 6در نمودارهای شکل )

سازی آب زیرزمینی به نمایش ها در تخمین و مدلدقت آن

گذاشته شده است. براساس این نمودار، باتوجه به کمترین درصد 

ترین ، دقیق%10و بیشترین میزان خطای کمتر از  %20خطا بالای 

باشد.می SAELMمدل 

      
 

      
 هانمودار نرخ خطای مدل-5شکل 
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 های آزمون شدهنتايج تحليل عدم قطعي  برای مدل -2 جدول

 پهنای باند محاسباتیمقدار دقت  نام مدل
i iS 

 (PEI 95%) %95سطح اطمینان 

 حداکثر حداقل

SAELM 048/0 02744/0- 1633/0 07544/0- 02056/0 

LSSVM 1263/0 1562/0- 3666/0 14192/0- 11068/0 

MLR 2598/0 1818/0 5945/0 078/0- 4416/0 

ANFIS 6589/1 1414/5 4828/14 4825/3 8003/6 

 

    

 %20بالاتر از                %20-%10بين                %10بينی:   کمتر از خطای پيش

 هانمودار توزيع خطای مدل -6شکل 

 

 گيری نتيجه
 یبرا ینیرزمیز یهاآب یفیک یهاتیکم از حاضر قیتحق در

( GWL) ینیرزمیز آب ییستایا تراز پارامتر نیتخم و یسازهیشب

 ردعملک یابیارز و یبررس قیتحق نیا انجام از هدف. شد استفاده

 ینیرزمیز آب یسازمدل در یاضیر و یمصنوع هوش یهامدل

 ک،ارا دشت در واقع قانیم تالاب ق،یتحق در نظر مورد منطقه. بود

، (TDS) (،t) زمان ها،مدل یهایورود. بود یمرکز استان در

(EC)، (Cl )و (Salinityبودند. مدل )مدل  ،یهوش مصنوع یها

SAELM،  مدلLSSVM،  مدلANFIS مدل  وMLR بعد .بودند 

دقت مدلها  کردیرو 5، در قالب یسازمدل جینتا لیوتحل یبررس از

 یریگ( بهره1عبارت بودند از:  کردهایرد نیشد. ا یابیو ارز یبررس

 یهاشاخص از استفاده( 2 یهمبستگ و یسازهیشب ینمودارها از

 (3( 2R و RMSE، MAPE، SI یها)شاخص هامدل دقت یابیارز

 ی( استفاده از نمودارها4 لسونیو تیقطع عدم لیتحل از استفاده

خطا. بعد از  عیتوز ی( استفاده از نمودارها5نسبت اختلاف خطا و 

 بیاصول آن در هر قسمت، به ترت انیو ب کردیهر رو فیتعر

. در ادامه بر دندیگرد یمعرف یسازهیشب در هامدل نیکارآمدتر

و  دیگرد یبررس یو نمودار یعدد جینتا هیکل کرد،یاساس هر رو

 که: شد مشخص

سازی و ( بر اساس رویکرد اول نمودارهای شبیه1

( به نمایش گذاشته شد. در این نمودارها 4همبستگی در شکل )

بینی نسبت به نمودار مشاهدات، با عنایت به مجاورت نمودار پیش

( 2تایید گردید.  هانسبت به سایر مدل SAELMدقت بالای مدل 

گیری از معیارهای سنجش دقت، بر اساس رویکرد دوم و بهره

های سنجش عملکرد نیز برتری (، نتایج شاخص1مطابق با جدول )

SAELM  .طبق رویکرد سوم، نتایج تحلیل 3مشخص گردید )

( که بر این اساس 2سون نیز انجام گرفت )جدول عدم قطعیت ویل

، MLRو  ANFIS( مدل Overestimatedبالای )عملکرد دست

 SAELM( مدل Underestimatedپایین )همچنین عملکرد دست

در تخمین پارامتر خروجی تعیین شد. همچنین  LSSVMو 

دو  بینی برایکمترین مقادیر قدرمطلق خطای میانگین در پیش

و  -02744/0به ترتیب با مقادیر  LSSVMو  SAELMمدل 

( در رویکرد چهارم براساس مفهوم 4تعیین گردید.  -1562/0

، بنا بر تمرکز بیشتر 5نسبت اختلاف خطا، طبق نمودارهای شکل 

نقاط محاسبه شده بر اساس مفهوم نرخ اختلاف خطا به خط 

DR=1 تر این نقاط، بیشترین دقت به مدل و آرایش خطی دقیق

SAELM  .در رویکرد پنجم با استفاده از 5اختصاص یافت )

های شبیه سازی نمودارهای توزیع خطا مشخص گردید که در داده

داده در بازه خطای زیر  30، تعداد SAELMشده توسط مدل 

 13و تعداد  %20تا  10داده در محدود خطای بین  9، تعداد 10%

قرار گرفته  %20سازی شده در محدوده خطای بالای داده شبیه

 SAELMها، دقت بالاتر مدل است. این نتیجه نسبت به سایر مدل

گانه سنجش های پنجدهد. در نهایت و براساس روشرا نشان می

های استفاده شده در این تحقیق، برترین عملکرد مذکور برای مدل

و  MLR، مدل LSSVM، مدل SAELMها به ترتیب، مدل مدل

ها، دد. همچنین در خصوص دقت مدلگرتعیین می ANFISمدل 

SAELM LSSVM MLR ANFIS
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ا هها، تاثیر مستقیم بر دقت مدلمشخص شد که بازه تغییرات داده

های های سنجش دقت دارد. کلیه یافتهو نیز مقدار شاخص

رویکردهای بکار گرفته شده در این تحقیق، برتری مدل ماشین 

ای هرا تأیید نمود که مطابقت با یافته SAELMیادگیری نیرومند 

 ;Huang et al. 2004; 2012دیگر محققان در این زمینه دارد )

Barzegar et al. 2018.) 

 "گونه تعارض منافع توسط نويسندگان وجود نداردهيچ"
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