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Real-time forecasting of daily inflows to reservoirs with a prediction horizon that extends 

several steps into the future is crucial for water resource planning and management. Despite 

numerous studies on inflow prediction using machine learning methods, few studies have 

investigated the predictive capabilities of these approaches with long lead time (several steps 

ahead) or gained insights through systematic comparisons of model predictive performance in 

the short term. In this study, the daily inflow to the Seimareh reservoir was predicted for the 

next 7 days using the Adaptive Neuro-Fuzzy Inference System (ANFIS) and the Long Short-

Term Memory (LSTM) network. For this purpose, daily data on precipitation, temperature and 

inflow to the Seimareh reservoir from 2012 to 2018 were used for modeling. The results 

showed that the performance of the LSTM model was better than that of ANFIS in the daily 

forecast in several steps. Specifically, the maximum and minimum values of the Nash 

coefficient in the forecast horizon for the next seven days were 0.971 and 0.628 for the LSTM 

model and 0.858 and 0.393 for the ANFIS model, respectively. The optimal setting of the 

parameters, including the number of neurons in each layer, the number of epochs and the stack 

size in the LSTM model, is the key to the model's high potential to predict the inflow for the 

next seven days. Finally, the performance of the LSTM model in predicting the inflow to 

Seimareh during the 2019 flood was evaluated and it was found to predict flood discharges 

with acceptable accuracy up to the forecast horizon of the next seven days. These results 

indicate that the LSTM model is suitable for forecasting daily inflow and can help make 

strategic decisions in water resource management, especially under flood conditions. 
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EXTENDED ABSTRACT 

Background and purpose  

Real-time forecasting of daily inflows to reservoirs with a prediction horizon that extends several steps 

into the future is crucial for water resource planning and management. Despite numerous studies on inflow 

prediction using machine learning methods, few have investigated the predictive capabilities of these 

approaches with long lead time (several steps ahead) or gained insights through systematic comparisons of 

model predictive performance in the short term. Therefore, in the present study, an advanced type of recurrent 

neural network called the LSTM model has been introduced to predict the daily inflow to dam reservoirs, 

addressing the flaws and defects of previously used methods. LSTM is a type of deep learning neural network 

that uses complex and combined functions instead of simple functions to regulate and strengthen short-term 

memory. By optimally setting modeling parameters such as the number of neurons in each layer, the number 

of iterations, and the number of categories, the LSTM model has a high potential for long-term prediction. 

Therefore, the purpose of this research is to evaluate the efficiency of and compare the machine learning 

models of the Adaptive Neuro-Fuzzy Inference System (ANFIS) and the Long Short-Term Memory (LSTM) 

network in predicting the daily inflow to dam reservoirs. Subsequently, the inflow to the Seimareh reservoir is 

modeled using these methods, with a particular focus on long-term forecasting (7 days ahead). Finally, the 

superior model is used to predict the inflow to the reservoir under flood conditions. 

Materials and methods 

The stages of the research include three main parts: data collection, data pre-processing, and modeling. 
First, the effectiveness of the Adaptive Neuro-Fuzzy Inference System (ANFIS) model and the Long Short-

Term Memory (LSTM) network was evaluated to predict the daily inflow to the Seimareh reservoir in the 

Karkheh basin, for a forecast horizon of the next 7 days. For this purpose, daily data on precipitation, 

temperature, and inflow to Seimareh from 2012 to 2018 were used for modeling. Then, using the superior 

model that is selected based on the evaluation indicators, the daily inflow to the Seimareh reservoir was 

forecasted for the next 7 days during the flood of 2019. 

Findings 

In this section, the evaluation indices of the Nash coefficient, correlation coefficient, root mean square 

error, and bias value for selected models in the forecast horizons of one to seven days are presented. For the 

ANFIS model, the further the prediction horizon extends, the lower the value of the explanation coefficient, 

leading to decreased performance in simulating abnormal flow values and an increase in the number of 

simulated outliers. Regarding the flow simulated with the LSTM model in this case study, it cannot be said 

that the accuracy of the simulation decreases as the horizon extends. For instance, in the forecast horizon of 

the next seven days, the flow simulation is better than that for the next six days, and the performance of the 

model for one, two, and five days is better than for the other horizons. In general, the LSTM model has 

performed well in simulating abnormal flow values, and the number of simulated outliers is not significant 

across all forecast horizons. 

Conclusion 

The results showed that the performance of the LSTM model is better than that of ANFIS in daily 

forecasting several steps ahead. The maximum and minimum values of the Nash coefficient in the forecast 

horizon for the next seven days were 0.971 and 0.628, respectively, for the LSTM model, and 0.858 and 0.393 

for the ANFIS model. The optimal setting of parameters, including the number of neurons in each layer, the 

number of iterations, and the number of categories in the LSTM model, is key to the model's high potential to 

predict flow up to the forecast horizon of the next seven days. Finally, the performance of the LSTM model in 

predicting the inflow to Seimareh during the flood of 2019 was evaluated, and it was found to predict the flood 

flows with acceptable accuracy up to the forecast horizon of the next 7 days. This study can provide valuable 

insights to water resource managers for planning and managing daily reservoir discharge in real-time 

operations. findings show that the LSTM model is suitable for forecasting daily flow. Therefore, it can be used 

to aid strategic decisions in the management of water resources, especially under flood conditions. 
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  های کلیدی:واژه

 بلندمدت،  ینیبشیافق پ
 ، روزانه مخزن انیجر ینیبشیپ

  لاب،یس تیریمد
 .نیماش یریادگی

 تیریو مد یزیرچند گام جلوتر جهت برنامه ینیشبیبه مخازن با افق پ یروزانه ورود انیجر یزمان واقع ینیبشیپ
 یمطالعات کم ن،یماش یریادگی یهابا روش انیجر ینیبشیپ ادیدارد. با وجود مطالعات ز یادیز تیمنابع آب اهم

نسبت به  ینشیها و به دست آوردن بروش نی( اوترمدت )چند گام جل یطولان ینیبشیپ یهاتیقابل یبررس یبرا
پژوهش با استفاده از سامانه استنتاج  نیمدت انجام شده است. در امدل در کوتاه ینیبشیمند عملکرد پسامان سهیمقا

به  یروزانه ورود انیجر ینیبشیپ (LSTM) شبکه حافظه کوتاه و بلند مدت و (ANFIS) یقیتطب یفاز-یعصب
از سال  مرهیبه س یورود انیروزانه بارش، دما و جر یهاکار از داده نیا یانجام شد. برا ندهیروز آ ۷ تا مرهیمخزن س

روزانه چند گام جلوتر،  ینیبشینشان داد که در پ جیاست. نتا استفاده شده یجام مدل سازجهت ان 13۹۷تا  13۹1
تا هفت  ینیبشینش در افق پ بینه مقدار ضریو کم نهیشیب کهیطوراست به ANFISبهتر از  LSTMعملکرد مدل 

. باشدیم 3۹3/0و  858/0برابر  ANFISمدل  یو برا 628/0و  ۹۷1/0برابر  LSTMمدل  یبرا بیبه ترت ندهیروز آ
 یدی، کلLSTM ها در مدلتعداد تکرارها و تعداد دسته ه،یها در هر لامربوط به تعداد نرون یپارامترها نهیبه میتنظ
 LSTMعملکرد  تی. درنهاباشدیم ندهیهفت روز آ ینیبشیتا افق پ انیجر ینیبشیمدل جهت پ یبالا لیسپتان یبرا

را با دقت قابل  یلابیس یهاانیو مشخص شد که جر یابیارز ۹8 لابیدر س مرهیبه س یورود انیجر ینیبشیجهت پ
 ینیبشیدر پ تواندیم LSTMکه  دهدینشان م هاافتهی نیکرده است. ا ینیبشیپ نده،یروز آ ۷ ینیبشیتا افق پ یقبول
منابع آب بخصوص در  تیریدر مد یراهبرد یهایریگمیکمک به تصم یبرا نیروزانه مناسب باشد. بنابرا انیجر
 .توان از آن بهره گرفت یم یلابیس طیشرا

مجله ، به مخازن سدها یروزانه ورود انیجر ینیبشیدر پ LSTM مدل ییکارا یابی( ارز1403) ن،یحس زاده؛یعل ،یمهد ؛یاسی د،یمعصومه، بزرگ حداد؛ ام ؛ینعلیز: استناد

  /2024.378146.669738ijswr./10.22059https://doi.org .1883-1863 (،10) 55 تحقیقات آب و خاک ایران،
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 دمه مق
 یاز کاربردها یاریو بساز مخازن  یرهاساز یبندزمان ،مدیریت سیلابمؤثر منابع آب،  تیریمدی و زیربرنامه یبرا انیجر قیدق ینیبشیپ
برداری بهینه بهره مدیریتریزی و های مهم جهت برنامهیکی از ابزار(Ni et al., 2019; Fathian et al., 2019). دارد ینقش مهم گرید

روزانه،  یهاینیبشیپ هایهدف نیترازجمله مهم .ها استورودی به آنروزانه بینی جریان مخازن سدها، پیش مانندمنابع آب  یهااز سامانه
و همکاران،  وسوی ندوشنی)م باشدیآن م ناشی از خسارت کردنو کمینه  موقع با خطر سیلاب و سرریز شدن سدهامقابله مناسب و به

 بعددر  یادیز راتییتغ رواز این دهدینشان م یو انسان یهواشناسوبه عوامل آب یدیشد یرخطیغ یوابستگ انیجر کهییازآنجا (.13۹0
 ,Milly et al., 2005; Nourani & Komasi). ار استمدت و بلندمدت دشوکوتاهمقیاس زمانی در  ی آننیبشیدارد و پ یو زمان یمکان

2013; Xiao et al., 2019) ت. با پیشرفباشدمیبینی جریان ورودی روزانه به مخازن یک چالش مهم در مدیریت منابع آب یشپ رونیازا 
باعث شده است تا بتوان کاوی های دادههای یادگیری ماشین، و روشوریتمهای عصبی، الگهای هوش مصنوعی مانند شبکه، روشیاورنف

بینی در زمان واقعی جریان به دلیل ، پیشوجودنیابا .نمودبه مخازن در زمان واقعی استفاده  بینی جریان ورودیبرای پیش از این ابزارها
 ،یعسکری و بروجن)صمدی  همراه است یتوجههای زیادی دارد و غالباً با خطاهای قابلپیچیدگی بالای فرآیندهای هیدرولوژیکی، چالش

 وابسته یاریبسه عوامل ب زانه ورودی به مخازنرو انیجرمیزان  رایانجام داد، ز یراحتبهتوان ی( را نمروزانهمدت )کوتاه ینیبشیپ(. 138۷
در ژیکی ای از متغیرهای هیدرولوهمعمولاً از مجموع مخازن به ورودیروزانه بینی جریان پیشبرای  (. (Noorbeh et al., 2020است
های هیدرولوژیکی تاریخی از مخازن و عوامل محیطی مرتبط، ده از دادهها با استفااین روش شود.استفاده میهای هوش مصنوعی روش

بینی جریان ورودی پردازند و قادر به پیشمشاهدات هواشناسی و هیدرولوژیکی فعلی به یادگیری الگوهای پیچیده مرتبط با جریان آب می
 (.13۹4ان، و همکار شاه کرمی ;13۹0و همکاران،  وسوی ندوشنی)م باشنددر زمان واقعی می

سدها انجام شده است. این تحقیقات  ها و ورودیمدت جریان رودخانهبینی کوتاهبرای این منظور، تحقیقات زیادی بر روی پیش
 & Sun) اندبرداری از سدها صورت گرفتهتر و کارآمدتر برای مدیریت بهینه منابع آب و بهرهبینی دقیقهای پیشمنظور ارائه مدلعمدتاً به

Burian, 2016) .آبی، بهبود  یهامتخصصان هیدرولوژی، هواشناسی، علوم داده و مهندسی سامانه یارشتهنیاین رویکردها با همکاری ب
(. به Mousavi & Mahjoobi, 2019) برداری بهینه از سدها را ممکن ساخته استها و بهرهدر زمان واقعی جریان رودخانه هابینیپیش

مبتنی بر  یهاروشی جریان را به چند دسته مختلف تقسیم نمود: نیبشیپی هاروشتوان می شدهانجامطور کلی بر اساس مطالعات 
 هایبنددسته نیاز ا کی هر. 4یبیترک یهاروش و 3داده محورهوش مصنوعی و  هایروش ،2ی آماریهاروشی مفهومی(، هامدل)1کیزیف
به  مناسب و انتخاب روش ردیگیرا در برم ورودی به مخازن انیبینی جرپیش یخاص مورداستفاده برا یهاا و مدلهاز روش یعیوس فیط

امروزه به دلیل  دارد. یبستگ یموردبررس هیدرولوژیکیخاص سامانه  یهایژگیو و یها، منابع محاسباتمانند در دسترس بودن داده یعوامل
ی هوش مصنوعی با توجه به نیاز به داده و هامدلی مفهومی هیدرولوژیکی و سهولت استفاده از هامدلنیاز به داده و اطلاعات زیاد در 

ی صورت گرفته در علوم داده و هوش مصنوعی، هاشرفتیپاطلاعات کمتر مربوط به فرآیندهای هواشناسی و هیدرولوژیکی و همچنین 
شبکه حافظه کوتاه  راً،یاخشود. ی یادگیری ماشین انجام میهامدلبا استفاده از بینی جریان ورودی به مخازن پیش نهیدرزمبیشتر مطالعات 

 یابزار قدرتمند برا کیثابت کرده است که  و ها به خود جلب کرده استستیدرولوژیه انیرا در م زیادی( توجه LSTM) 5و بلند مدت
و  یادوره یتوانند هم رفتارهاها میLSTM ک،یکلاس عصبیی هابا شبکه سهی(. در مقاHu et al., 2019است ) یزمان یسر ینیبشیپ

 ,.Mouatadid et al) رندیبگ ادی یشتریها را با دقت بدوربرد آن یهایرا ضبط کنند و وابستگ یزمان یسر یهاآشفته داده یهم رفتارها

2019 .) 
 یهااز حوضه یادیرواناب تعداد ز-رفتار بارش فیتوص یرا برا LSTMمدل نشان دادند که  (et al., 2018 Kratzert)مثال،  یبرا

و ( ANN) 6شبکه عصبی مصنوعی هایمدل( عملکرد  ,.2018Hu et alهمچنین) عملکرد خوبی دارد. روزانه اسیدر مق دهیچیپ زیآبر
LSTM نشان داد که مدل  سیلابی بررسی کردند. نتایج انیبینی جرپیش یبرا راLSTM  از مدلANN ساعت  6تا  لیس ینیبشیپ یبرا

                                                                                                                                                                                
1. Physics-based methods 

2. Statistical Methods 

3. Artificial intelligence and data-driven methods 

4. Combined method 

5. Long Short Term Memory 

6 . Artificial Neural Network 
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 1هوآبینروزه در  و سه ، دوکی انیبینی جرپیش یبرا را LSTMو  ANNهای مدل تیقابل(  ,.2019Le et al) .کندیبهتر عمل م ندهیآ
و عملکرد  اموزدیرا ب یمتوال یهاداده یسر نیبلندمدت ب یهایوابستگ تواندیم LSTMنشان داد که مدل آنها  جی. نتاندکرد یرا بررس

 LSTM ،ANN برای توسعه سه مدل ماشینیادگیری  یهاتمیالگور ( ازLatif et al., 2021. )از خود نشان دهد لیس ینیبشیدر پ یخوب
 LSTM بینی جریان روزانه ورودی به سدی در کشوری مالزی پرداختند. طبق نتایج، مدلمنظور پیشبه( SVM)2ماشین بردار پشتیبان و

های هوش مصنوعی در این راستا انجام شده است همچنین مطالعات زیادی با سایر مدل .د بهتری داشتنسبت به دو مدل دیگر عملکر
بینی منظور پیشاسترپ، بهاز پنج مدل ترکیبی متشکل از رویکردهای آنالیز موجک، شبکه عصبی و بوت( Kumar et al., 2015مانند: )

عصبی بهترین عملکرد -طبق نتایج، مدل موجک .بازه عدم قطعیت آن، پرداختند روزانه جریان ورودی به مخزن یک سد در هند و همچنین
-یکارگیری سامانه استنتاج عصببا به را غرب ایران در شمال بینی جریان ورودی به مخزن علویانپیش (13۹5. میثاقی )را از خود نشان داد

. انجام دادروزه و ماهانه جریان آب ورودی به سد علویان،  10عات روزانه، هفتگی، شده با استفاده از اطلابهینه (ANFIS) 3یقیتطب یفاز
ها، دبی جریان در نتایج حاکی از عملکرد مناسب مدل در برآورد جریان بوده و طبق آنالیز حساسیت، مؤثرترین متغیر ورودی در همه مدل

 10منظور برآورد به ANFIS و ANN، SVM متشکل از سه مدلاز یک مدل ترکیبی ( Zhang et al., 2020. )گام زمانی قبلی است
، ارشاند از بمورداستفاده در این پژوهش عبارت یهابینی کنندهدر چین، استفاده کردند. پیش 4هوآنرن روزه جریان ورودی به مخزن سد

بارش  و بارش، دبی متشکل از متغیرهایسازی مدلطبق نتایج، سناریوی . شدهینیبشیو بارش پ بیشینه دما ،رطوبت نسبی، کمینه دما دبی
ه است. در دقت مدل نشد یریگموجب افزایش چشمدر مدلسازی کردن سه متغیر دیگر  یی را نشان داد و اضافهدقت بالا شدهینیبشیپ
(Babaei et al., 2019 )یهابا استفاده از مدل رودندهیبه سد زا یورود انیجر ینیبشیبه پ ANN و SVM ها آن جیپرداختند. نتا بانیپشت

  .دارد بینی جریانی برای پیشمصنوع ینسبت به شبکه عصبرا  یبهتر عملکرد بانیبردار پشت نینشان داد که مدل ماش
همچنان  هایاز کاست یاست، برخ افتهیسرعت توسعه به انیجر ینیبشیپ نهیدرزم یادگیری ماشینهای مدل یبر رو قیتحق کهیدرحال

 یبرا (2 (.Yaseen et al., 2015مدت هستند )در کوتاه ینیبشیمند عملکرد مدل پسامان بررسیفاقد  قاتیتحق شتریب( 1پابرجا هستند. 
مختلف در چند  یهایو خروج هایودچندگانه را با ور یهامدل دیمختلف، بیشتر مطالعات با یهادر زمان انیجر ینیبشیبه دست آوردن پ

ه را در سه مدل ( سه نوع رابط201۷) ینورانبرای مثال  (.Hu et al., 2018; Nourani & Partoviyan, 2018بسازند ) یمتوال ریتأخ
 نکته ن،یماش یریادگی یهاتر در روشپارام میتنظ (3 روز به دست آورد. ۷و  4، 2 یهادر زمان بیرا به ترت ینیبشیپ ریکرد تا مقاد جادیا

ها، تعداد ستهدتعداد  ،(Dehghani et al., 2015)ی زمان ریتأخ برای مثال طول، (Cheng et al., 2020) در توسعه مدل است یدیکل
 .مؤثر است انیجر ینیبشیبر پ، LSTMدر مدل  ها در هر لایهو تعداد نرون هادوره

عصبی بازگشتی  هایاز شبکه ایپیشرفتهده پیشین، نوع های استفاده شروش هایعیبو  هانقصدر مطالعه حاضر برای رفع  رواز این
نوعی شبکه عصبی یادگیری  LSTM ورودی به مخازن سدها ارائه شده است. روزانهجریان بینی به منظور پیش، LSTMبا عنوان مدل 
 میتنظشود و با یمدت استفاده ممنظور تنظیم و تقویت حافظه کوتاهپیچیده و ترکیبی به توابعساده، از  توابعبجای  در آن عمیق است که

پتانسیل بالایی جهت  در آن، ۷هاو تعداد دسته 6در هر لایه، تعداد تکرارها 5هاسازی، مانند تعداد نرونی مربوط به مدلپارامترها نهیبه
 بینی جریانپیشدر  LSTMو  ANFISهای در ابتدا ارزیابی کارایی و مقایسه مدللذا هدف از این پژوهش  .دارد مدتیطولان ینیبشیپ

 ینیبشیپ تیقابل یبرا ژهیوبه هاآنسازی جریان ورودی به مخزن سیمره با استفاده از به مخازن سدها و سپس مدل ورودی روزانه
شود. بینی جریان ورودی به مخزن در شرایط سیلابی با استفاده از مدل برتر انجام میپیش تیدرنهاباشد. روز آینده( می ۷) مدتیطولان
 منظورتواند بهیادگیری ماشین برتر در این مطالعه، می اساسی این تحقیق این است که با توجه به معیارهای ارزیابی، آیا مدل سؤال
ی و زمان واقعی جریان ورودی به مخزن عملکرد خوبی داشته اتیعملبینی شبرداری از مخزن در شرایط بحرانی و سیلاب، جهت پیبهره

روزانه، زمان واقعی و عملیاتی جریان  یهاینیبشیاهداف پ نیترمهمدانیم یکی از همانطور که می باشد و به نتایج حاصل از آن اعتماد کرد.
با توجه به اینکه تاکنون بنابراین  باشدآن می ناشی از نمودن خسارتموقع با خطر سیلاب و سرریز شدن سدها و حداقل مقابله مناسب و به

                                                                                                                                                                                
1. Hoa Binh 

2 . Support Vector Machine 

3 . Adaptive Neuro-Fuzzy Inference System 

10. Huanren   

5. Nerous  

6. Epochs 

7 . Bach size 
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، در ایران انجام نشده LSTMبه مخازن سدها در شرایط سیلابی با مدل  ورودی روزانه بینی زمان واقعی جریانپیش به منظور پژوهشی
 .باشد برای محققین تواند راهنما و الگوی جدیدیاین تحقیق میاست، 

 هاروشمواد و 

 منطقه مطالعاتی
این حوضه مساحتی معادل . باشد که در جنوب غربی ایران واقع شده استحوضه آبریز کرخه میواقع در  منطقه مطالعاتی در این پژوهش

دهد. حوضه آبریز کرخه در محدوده مختصات درصد آن را مناطق کوهستانی تشکیل می 5/55کیلومترمربع دارد که حدود  51643

بینی جریان ورودی به مخازن در است. پیشعرض شمالی قرار گرفته  04º35´تا  º30 58´طول شرقی و  10º4۹´تا º46 06´جغرافیائی
 انرژیاهمیت بالای تولید  و همچنین د سدهااتعدموقعیت جغرافیایی و هیدرولوژیکی خاص حوضه و حوضه به دلیل این زمان واقعی در 

ازلحاظ موقعیت ی قرار گرفته است که موردبررسدارد. در این مطالعه جریان ورودی به سد سیمره  ایدر این حوضه، اهمیت ویژه یآببرق
نشان  ها و سدهای هواشناسی، رودخانه، ایستگاهمنطقه مطالعاتیموقعیت  1در شکل . برخوردار است یاژهیاهمیت و از سیاسی و اقتصادی

 داده شده است. 
 (.13۹8 ،هالابیس یگزارش مل ژهیو أتیهم سد سیمره ارائه شده است )نیز برخی از مشخصات مه 1در جدول 

 

 مخزن سیمرهفنی برخی مشخصات . 1جدول 

 سیمره نام سد

 بتنی دو قوسی نوع سد

 13۹0 برداریسال شروع بهره

 ۷30 (maslتراز تاج )

 ۷23 (maslتراز نرمال )

 6۹2 (maslبرداری )تراز کمینه بهره

 2666 (mcmحجم نرمال )

 13۷۷ (mcmبرداری )حجم کمینه بهره

 5/۷04 (maslتراز آستانه سرریز )

 665 (maslتراز آبگیر نیروگاه )

 640 (maslکننده تحتانی )تراز تخلیه

 3 تعداد واحدهای نیروگاهی

 480 (mwظرفیت نصب نیروگاه )

 114 (mهد طراحی نیروگاه )

 468 (cmsدبی طراحی نیروگاه )

 8300 (cmsظرفیت تخلیه سرریز )بیشینه 

 1120 (cmsکننده تحتانی )ظرفیت تخلیه

 6/16 ضریب کارکرد نیروگاه )درصد(
 

 

 سد سیمرهمطالعاتی و موقعیت  محدوده .1شکل 

 



  پژوهشی( -)علمی  1403ماه ، دی10، شماره 55، دوره تحقیقات آب و خاک ایران 1870

 مورداستفاده یهاداده

، 31/6/13۹۷تا  14/3/13۹1 تاریخ ازسط روزانه جریان ورودی به مخزن سیمره، بارش و دمای کمینه، بیشینه و متوهای در این مطالعه از داده
ها با استفاده از داده یاستانداردساز ازئه شده است. پس ارا 2در جدول مورداستفاده  یهامنبع دادهکه شده استفاده مشاهداتی عنوان دادهبه

شخصات جریان روزانه ورودی م .شده استمدل انتخاب  آزمایشباقیمانده برای  درصد 20ا را برای آموزش مدل و از آنه درصد 80، 1رابطه 
  ارائه شده است. 3به سد سیمره در بازه زمانی مورد نظر در جدول 

 

 در این پژوهش هاآنو منبع  مورداستفادهی هاداده. 2جدول

 منبع نوع داده

 شرکت مدیریت منابع آب ایران خزنبه م جریان روزانه ورودیهای داده
 سازمان هواشناسی کشور ایستگاه سینوپتیک بالادست سد 5بارش 

 ERA5پایگاه داده جهانی  بارش، دمای بیشینه، کمینه و متوسط

 

 یموردبررسبازه در  سیمرهبه مخزن  جریان ورودی نیانگیکمینه، بیشینه و م .3جدول 

 مخزن
 متوسط جریان

(mcm/day) 

 بیشینه جریان

(mcm/day) 

کمینه جریان 

(mcm/day) 

 0 38/210 65/۷ سیمره
 

جریان روزانه ورودی به  ینیبشیمنظور پبهANFIS  مدلآن با عملکرد و مقایسه  LSTMمدل  ییکارا یابیدر این پژوهش به ارز
 روز آینده پرداخته شده است. ۷مخزن تا افق پیش بینی 

 هاپردازش دادهپیش

مانی یک تا هفت روز، زباید انجام شود. از این رو هریک از متغیرهای ورودی با تأخیر سازیها، قبل از ورود به مرحله مدلپردازش دادهپیش
ر عنوان متغیی آینده نیز بهروزهااند و جریان ورودی به سد در سازی استفاده شدهکننده در فرآیند مدلبینیعنوان متغیر ورودی یا پیشبه

ها با ی دادهدسازاستاندارها و بهبود برازش مدل، تر شدن بهتر دادهبه منظور هماهنگشود. شونده( در نظر گرفته میبینیخروجی )پیش
 انجام شده است. 1رابطه استفاده از 

min (1رابطه

max min

y x x
x x





 

  باشد.داده استاندارد شده می yها و کمینه داده minXها، بیشینه داده maxXداده مورد نظر، X هکه در این رابط
کننده( جهت بینی)برای انتخاب بهترین پیش 1از رویکرد انتخاب ویژگی مبتنی بر روش جنگل تصادفی ANFISسازی با برای مدل

 سازی، استفاده شد که در ادامه توضیح داده شده است.ها، قبل از ورود به مرحله مدلپردازش دادهپیش

 گوریتم جنگل تصادفیال

سازی ترین متغیرهای ورودی جهت مدلکننده( زیاد است، باید مهمبینیدر این مطالعه با توجه به اینکه تعداد متغیرهای ورودی )پیش
م ها جلوگیری شود. الگوریتــبرازشی مدلبینی و همچنین از بیشهای پیشازحد مدلانتخاب شوند تا از این طریق از پیچیدگی بیش

بندی شود. هر طبقهای از درختان تصمیم است که برای انتخاب متغیر استفاده میجنــگل تصادفی یــک الگوریتــم گروهی با مجموعه
. ℎ(𝑥صورت برای هر نمونه ورودی، به 𝛩𝑘) که طوریشود بهدر نظر گرفته میx  یک نمونه ورودی و𝛩𝑘  مجموعه آموزش برای درخت

k .ام است𝛩 ها مستقل از یکدیگر ولی با توزیع یکسان هستند. برای هر نمونهxبینی را برای رده نمونه ، هر درخت یک پیشx دهد ارائه می
نامند شود. این فرآیند را جنگل تصادفی میعنوان رده نمونه انتخاب می، بهxای با بیشترین تعداد رأی درختان روی ورودی و درنهایت رده

(Breiman, 2001.) ها برای به دست گیری بین آنای از درختان و رأیبندی با استفاده از جنگل تصادفی با ساخت مجموعهدقت طبقه
هــای تصادفــی، استفاده توجهی خواهد داشت. دو ویژگی مهــم در ســاخت جنگلهای قابلای با بیشترین تعداد رأی، پیشرفتآوردن رده

                                                                                                                                                                                
1 . Random Forest 
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و  2اندازو انتخاب تصادفی در هر گره است. روش بگینگ، یک فرا الگوریتم بر مبنای مفاهیم خود راه ( ,1996Breiman) 1از روش بگینگ
های گروهی در یادگیری ماشین، چند یادگیرنده ضعیف را ترکیب کرده تا به یک ترکیبی، برای بهبود یادگیری ماشین است. الگوریتم
شود که کند. در الگوریتم بگینگ، نتایج خوب زمانی حاصل میها جلوگیری میادهد 3یادگیری قوی، دست یابند. این روش از بیش برازش

که تغییرات کوچک طوریهای عصبی( بهگیری یا شبکههای یادگیری ناپایدار باشند )مانند درخت تصمیمهای پایه، جزء الگوریتمبندیطبقه
ه توسط آن الگوریتم شود. برای مطالعه بیشتر در خصوص الگوریتم بگینگ شدای در مدل ساختههای آموزشی منجر به تغییرات عمدهدر داده

 ( مراجعه شود. Breiman, 1996به مرجع )

 سازیمدل

 ( ANFISی )قیتطب یفاز-یسامانه استنتاج عصب

 ,Ross) شوداستفاده میها طور گسترده در بسیاری از زمینهبهو پیشنهاد شد  1۹65عسگرزاده در سال نظریه مجموعه فازی توسط لطفی

منظور طراحی نگاشت غیرخطی بین عصبی و منطق فازی به های یادگیری شبکهاز الگوریتم تطبیقی فازی عصبی استنتاجسامانه  .(1995
 کند و همچنین با توجه به توانایی در ترکیب قدرت زبانی یک سامانه فازی باقدرت عددی یک شبکهاستفاده می یفضای ورودی و خروج

 باشدهیدروژئولوژی، مدیریت مخازن و برآورد بار رسوب معلق بسیار قدرتمند می فرایندهایی همچون هیدرولوژی، یسازعصبی، در مدل
.(Nayak et al., 2004; Kişi, 2009)  مدلANFIS  براساس تغییر در میزان مقادیر و دامنه توابع تعلق در تکرارهای مختلف جهت

شود. از روش استنتاجی تاکاگی سوگنو استفاده می ANFISکند. در مدل اساس کمینه خطای موجود عمل میرسیدن به شبکه مناسب بر 
سازی به درستی استفاده شده است که تمامی پارامترهای مؤثر در ساختار مدل طوری تعیین گردند که مقدار خطای مدل زمانی عمل شبیه

 ی، بیشترین مقدار را داشته باشند. به کمینه مقدار خود برسد و همچنین مقادیر کارای
ANFIS از را فازی وانینق استخراج اجازه که است مزیت این دارای همچنین و دارد بندیطبقه و ساخت آموزش، در خوبی قابلیت 

 هوش بشری پیچیده تبدیل تواندیم این، بر سازد. علاوهمی بنیاد -قاعده یک تطبیقی طوربه و دهدمی متخصص دانش یا عددی اطلاعات

 پارامترها تعیین و ساختار زشبرای آمو زمان به زیاد نسبتاً احتیاج ANFISبینی پیش مدل اصلی مشکل کند. تنظیم را فازی یهاسامانه به

 فازی مدل یک دارد. برای z وجیخر یک و y و x دو ورودی موردنظر استنتاجی سیستم که شودمی فرض سازی،ساده منظوربه .باشدمی

 :کرد بیان زیر صورتبه فازی آنگاه-قانون اگر دو با را نمونه قانون مجموعه یک توانمی اول، درجه سوگنو تاکاگی
 z1= p1x + q1y +r1 :آنگاه ،باشد B1برابرy و   𝐴1برابرx اگر :قانون اول

 z2= 𝑝1x + 𝑞2y +𝑟2 :آنگاه ،باشد B2برابرy و   𝐴2برابرx اگر :قانون دوم

ساختار  2مطابق شکلند. هست اول درجه سوگنو -تاکاگی فازی مدل تالی بخش در پارامترهای خطی (i=1,2) که p𝑖, q𝑖 , r𝑖که 
 (.Nourani & Komasi, 2013) دباشمی لایه پنج شامل ANFIS مدل

 

 
 (Nourani & Komasi, 2013) معادل با سامانه فازی سوگنو با تابع عضویت مثلثی ANFIS سامانه. 2شکل 

                                                                                                                                                                                
1. Bagging 

2. Bootstrapping 

3. Overfitting 
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 (LSTM)حافظه کوتاه و بلند مدت عصبی شبکه 

 1تریهوخرا توسط میلادی ۹۹۷1است. این نوع شبکه برای اولین بار در سال  LSTM بازگشتی، مدل یهاهای محبوب در شبکهیکی از مدل
 .(Olah, 2015) ها انجام شددادهت ناشی از وابستگی بلندمدت لامنظور حل مشکبه LSTM هایمعرفی شد. طراحی شبکه 2دهوبریو اشم

منظور تنظیم و تقویت حافظه پیچیده و ترکیبی به توابعساده، از  توابعاین مدل نوع خاصی از شبکه عصبی بازگشتی بوده که بجای 
ن نوع شبکه، پردازش مدت دارد. هدف ایهای کوتاهوه بر وابستگیلاهای بلندمدت را عقابلیت یادگیری وابستگی و کندیمدت استفاده مکوتاه
بینی در پیش تواندیم عصبیشبکه این نوع از ها در مدل در نظر گرفته شود. بلندمدت آن یهایاست که نیاز است وابستگ ییهاداده
را  LSTM هاییکی از انواع مدل توانیخاص هر سری زمانی، م یهایژگیسری زمانی استفاده شود. با توجه به نوع مسئله و و یهاداده

بر اساس تعداد سری زمانی  (Multivariate) و چند متغیره (Univariate) تک متغیرهصورت توانند به می LSTM یهامدلود. استفاده نم
 راهبرد کی سپس .دیآیبه دست م توسعه مدل ندیگام جلوتر در فرآ کی ینیبشیتوسعه مدل، ابتدا مدل پ در .شوند یبندمیورودی تقس

نیز  LSTM یهاشبکه ،3مطابق شکل را به دست آورد. یابینی چندمرحلهتا بتوان پیش شودیاتخاذ م دهیدهای آموزشدر مدل یبازگشت
دارای چهار  هیلاکیها است، با این تفاوت که ساختار هر سلول بجای از سلول یارهیهای بازگشتی دارای زنجشبیه ساختار استاندارد شبکه

 .مرتبط و متعامل است لایه

 
 (Olah 2015) ی(اهی) ساختار تکرارشونده و چهار لا LSTM یبازگشت یهاساختار شبکه. 3شکل

 

  3ی متحرکهاپنجرهتشکیل 

و ...(  n-1 ،n-2ی زمان قبل )هاگامی هاینیبشیپام از  nبینی گام ی متحرک به این صورت است که برای پیشهاپنجرهمنطق و اساس 
روز  4تا  1از افق  شدهینیبشیپی هاانیجرروز آینده از تمامی  5بینی بینی جریان با افق پیشبرای پیش مثالعنوانبه. شودیماستفاده 

باشد. لازم به از نقاط قوت آن می ومدنظر قرار گرفته است  LSTMهای که این موضوع در ساختار مدل شودیمورودی استفاده  عنوانبه
رای ابعاد بالا(، نیازی به در مواجه شدن با تعداد زیادی از متغیرهای ورودی )مسائل دا LSTMسیل زیاد مدل ذکر است که به دلیل پتان

 ها نیست.بینی کنندهترین پیشسازی با الگوریتم جنگل تصادفی جهت انتخاب مناسباز مدل قبلی ورودی هادادهپیش پردازش 

 های ارزیابیشاخص

مربع میانگین ریشه خطا (، 2)رابطه  (Rهای ارزیابی ضریب همبستگی )با شاخص ANFISو  LSTMهای بینی مدلدقت عملکرد پیش
(RMSE ) (،3)رابطه Nash-Suftclife (NSE)  (، و مقدار بایاس ی4)رابطه( ا سوگیریBias ) موردبررسی قرار گرفت. هر چه ( 5)رابطه

 بینی بهتر است. های پیشتر باشد، دقت مدلبه صفر نزدیک MAE و RMSEتر باشد و هر چه مقادیر نزدیک 1به  NSEو  Rمقادیر 

1 (2رابطه 
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      1 . Hochreiter   

2 . Schmidhuber    

3. sliding window 
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باشد. در شکل : تعداد جامعه آماری میNمقدار مشاهداتی متناظر با آن و  :iOشده متغیر جریان، بینیمقدار پیش :iF، 5تا  2در رابطه 
 ارائه شده است. شناسی انجام این مطالعهروشنیز روندنمای مربوط به  3

 

 
 . روندنمای مربوط به مراحل مختلف انجام تحقیق4شکل 

 نتایج و بحث

 ( ANFIS) یقیتطب یفاز-یسامانه استنتاج عصب

 یبرا که است ذکر به لازمالگوریتم جنگل تصادفی استفاده شد.  ازی مناسب هایورودسازی، ابتدا جهت انتخاب در این بخش قبل از مدل
گذاری تا تاثیری که توسط الگوریتم جنگل تصادفی به عنوان متغیرهای پیش بینی کننده از بیشترین لاو ریچهار متغ ی،نیبشیپ افق هر یسازمدل

 ارائه شده است. 4 جدول آن در جیکه نتا ندشدکننده انتخاب ینیب شیپ یورود یرهایبه عنوان متغ گذاری مرتب شده بودند،کمترین تاثیر
مدل قرار داد و با توجه به معیارهای ارزیابی  یموردبررسبا سعی و خطا تک توابع عضویت را سازی مناسب باید تکبرای داشتن مدل

های عضویت مربوط به عصبی فازی و انتخاب هر یک از انواع تابعهای مختلف مدل ترکیب. با بررسی را انتخاب نمود بهترین مدل
برای افق  ANFIS یهای انتخابمدلی ارزیابی هاشاخصمشخصات )نوع توابع عضویت( و نتایج  تیدرنهای ورودی و خروجی، پارامترها

 ارائه شده است.  5ه در دو مرحله آموزش و آزمایش در جدول بینی یک تا هفت روز آیندپیش
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  مرهیمخزن س یبرا منتخبکننده  ینیب شیپ یرهایمتغ .4جدول

 RF متغیر انتخاب شده توسط افق پیش بینی )روز( RF متغیر انتخاب شده توسط افق پیش بینی )روز(

1 
1-tQ 

5 
2-tQ 

2-tQ 3-t Pr 
3-tP.st4 2-tT2 
1-tP.st5 1-tP.st5 

2 
1-tQ 

6 
1-tQ 

2-tQ 3-tT2 
1-tP.st5 1-tP.st5 

4-t Pr 1-t Pr 

3 
1-tQ 

۷ 
2-tQ 

3-t Tmin 2-t Tmin 
2-tP.st4 1-t Pr 

2-tT2 1-tT2 

4 
1-tQ 

  
3-tP.st3 

3-t Pr 
2-tTmax.   

Q: ان،یجر P.stiستگاهی: بارش ا i ،T2ن،یاز سطح زم ی: دما در ارتفاع دو متر Tmaxنه،یشیب ی: دما Tminنه،یکم ی: دما Prداده گاهی: بارش پا 
 

 

 روز آینده 7تا  1برای افق پیس بینی  ANFISهای انتخابی . نتایج مدل5جدول 

افق 

 بینیپیش

تابع عضویت 

 ورودی

تابع عضویت 

 خروجی
 مرحله

ضریب 

 نش

ضریب 

 همبستگی
 جذرمیانگین مربعات خطا

(mcm/day) 
 بایاس مقدار

(mcm/day) 

 Trapmf constant یک روز
 -۹/16 1/3 ۹50/0 88۷/0 آموزش

 -1۹ 33/5 ۹02/0 858/0 آزمایش

 Gauss2mf constant دو روز
 ۹/2 ۷/5 ۹11/0 82۷/0 آموزش

 8/6 ۹04/6 813/0 646/0 آزمایش

 gbellmf constant سه روز
 1/11 ۷36/۷ 840/0 68۹/0 آموزش

 1/25 388/6 ۷66/0 646/0 آزمایش

 Trapmf constant چهار روز
 6/8 ۷11/۷ 828/0 680/0 آموزش

 ۹ 218/8 ۷30/0 525/0 آزمایش

 Trimf constant پنج روز
 8/28 ۹8۹/8 ۷۷6/0 5۷6/0 آموزش

 6/36 8۷2/۷ ۷50/0 4۹۷/0 آزمایش

 psigmf constant شش روز
 2/3 ۷43/8 ۷68/0 58۹/0 آموزش

 6/5 8۹۹/8 6۷4/0 445/0 آزمایش

 gauss2mf constant هفت روز
 -8/13 5۹1/۹ 6۷۷/0 451/0 آموزش

 -۷/۹ 434/11 62۹/0 3۹3/0 آزمایش
 

مربعات خطا و مقدار  نیانگیجذر م ،یهمبستگ بینش، ضر بیضر یابیارز یهاطور که در جدول مشخص است شاخصهمان
 ش،ینش در مرحله آزما بیمقدار ضر نیشتریارائه شده است. ب ندهیتا هفت روز آ کی ینیبشیپ یهادر افق یانتخاب یهامدل یبرا یریسوگ

 هفت ینیبشیپدر افق  یمقدار آن مربوط به مدل انتخاب نیو کمتر858/0با مقدار  ندهیروز آ کی ینیبشیپدر افق  یمربوط به مدل انتخاب
و برابر  ندهیروز آ کی ینیبشیپمربعات خطا مربوط به افق  نیانگیمقدار شاخص جذر م نیکمتر نی. همچنباشدیم 3۹3/0با مقدار  ندهیروز آ

میلیون مترمکعب در روز  11.434با مقدار  ندهیهفت روز آ ینیبشیپمقدار آن مربوط به افق  نیشتریمیلیون مترمکعب در روز و ب 33/5
 نیانگیجذر م یهاکمتر و شاخص یهمبستگ بینش و ضر یابیارز یهاشاخص رودیجلوتر م ینیبشیپکه افق  هرچقدر یطورکل. بهباشدیم

با مقادیر  ANFISمدل ی سازهیمقایسه نتایج شب 5شکل در  .شودیها کاسته مو از دقت مدل شودیم شتریب یریمربعات خطا و مقدار سوگ
 شدهارائهی مختلف بررسی شده است و ضریب تبیین برای هر افق ارائه شده است. مطابق نمودارهای هاافقآزمایش در مرحله  در یتادمشاه

ی مقادیر جریان فرانرمال با خطا همراه سازهیشبو عملکرد مدل در  شودیممقدار ضریب تبیین کاسته  رودیمبینی جلوتر هرچقدر افق پیش
 شود.شتر میبی شدهیسازهیشبی پرت هادادهو تعداد  شودیم

 



 1875 ... بینیپیش در LSTMارزیابی کارایی مدل زینعلی و همکاران:  پژوهشی( -)علمی 

  

  

 
 

 
 آزمایشمرحله  در یتادبا مقادیر مشاه ANFISمقایسه نتایج مدل  .5شکل 

 (LSTM)حافظه کوتاه و بلند مدت نتایج 

ی مدل نیاز هایورودجهت انتخاب  ANFISسازی پتانسیل خوبی دارد و مانند مدل برای مدل LSTMبیان شد مدل  قبلاًکه  طورهمان
ی متحرک در آن، هاپنجرهبه استفاده از الگوریتم خاصی ندارد. بلکه ماهیت این مدل طوری است که با توجه به معماری خاص و وجود 
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 ینیبشی، روش پ)چند گام جلوتر( مدتیطولان انیجر ینیبشیپ یبرارا برای هر مرحله انتخاب کند.  هایدوورخود قادر است بهترین 
 LSTM ینیبشیپ مدلدر  رد،یگیم یگام بعد ینیبشیپ یبرا دیجد یعنوان ورودگام جلوتر را به کی ینیبشیپ نیکه آخر ،یبازگشت

( بررسی Bach sizeها )( و تعداد دستهEpochs) هادوره(، تعداد nerounها )در این مدل تأثیر سه پارامتر تعداد نرون .شودیاستفاده م
های مختلف مورد بررسی قرار معماری و خطا یبصورت سع سازی،ی مختلف این سه پارامتر در هر بار مدلهاگشتیجاو با توجه به  اندشده

شامل ( Epochs) هادوره، تعداد 15و  10، 5، 3تعداد نرون در هر لایه شامل مقادیر ی مختلف شبکه، هایمعماری برا کهیطوربهگرفتند. 
های مشخصات و معیارهای ارزیابی مدل 6در جدول  باشد.می 30و  20، 10، 5ها شامل مقادیر دستهو تعداد  200و  150، 100، 50مقادیر

 ارائه شده است. روز آینده ۷تا  1برای افق پیس بینی  LSTMانتخابی 
 

 روز آینده 7تا  1برای افق پیس بینی  LSTMهای انتخابی . مشخصات و معیارهای ارزیابی مدل6جدول 

افق 

 بینیپیش

تعداد نرون 

 لایه اول

تعداد نرون 

 لایه دوم
Bach 

size 
Epoach مرحله 

ضریب 

 نش

ضریب 

 همبستگی

جذرمیانگین مربعات 

 (mcm/day) خطا
 مقدار بایاس
(mcm/day) 

 200 10 3 15 یک روز
 -۷/3 3۹8/2 ۹86/0 ۹۷1/0 آموزش

 -5/3 5۷3/1 ۹86/0 ۹۷1/0 آزمایش

 200 5 3 15 دو روز
 -6/5 680/5 ۹14/0 832/0 آموزش

 8/1 306/4 ۹23/0 83۹/0 آزمایش

 200 5 10 10 سه روز
 -5/5 14۷/5 ۹32/0 85۹/0 آموزش

 -1/3 518/6 828/0 684/0 آزمایش

 200 30 15 15 چهار روز
 1/1۹ 028/5 ۹3۹/0 864/0 آموزش

 21 ۷04/6 83۹/0 684/0 آزمایش

 150 5 10 15 پنج روز
 -۹/11 166/5 ۹33/0 860/0 آموزش

 -5/12 383/4 ۹23/0 844/0 آزمایش

 200 20 15 15 شش روز
 4/8 823/4 ۹3۷/0 8۷5/0 آموزش

 ۹/5 284/۷ ۷۹4/0 628/0 آزمایش

 100 5 10 15 هفت روز
 -5/10 ۹01/5 8۹3/0 ۷۹2/0 آموزش

 -2/۷ ۷5۷/6 88۹/0 ۷88/0 آزمایش

 

های انتخابی ی ارزیابی ضریب نش، ضریب همبستگی، جذر میانگین مربعات خطا و مقدار سوگیری برای مدلهاشاخص 5در جدول 
بینی یک تا هفت روز آینده ارائه شده است. بیشترین مقدار ضریب نش در مرحله آزمایش، مربوط به مدل انتخابی در افق ی پیشهاافقدر 

 628/0بینی شش روز آینده با مقدار ین مقدار آن مربوط به مدل انتخابی در افق پیشو کمتر۹۷1/0یک روز آینده با مقدار بینی پیش
میلیون مترمکعب  5۷/1بینی یک روز آینده و برابر جذر میانگین مربعات خطا مربوط به افق پیشباشد. همچنین کمترین مقدار شاخص می

 LSTMعملکرد خوب  .باشدمیمیلیون مترمکعب در روز  284/۷ه با مقداربینی شش روز آیندو بیشترین مقدار آن مربوط به افق پیش در روز

ی متحرک هاپنجره، به دلیل ماهیت آن و وجود جلوروبهی زمانی هاگامبینی جریان در ی و پیشسازهیشبدر حاکی از پتانسیل بالای مدل 
 باشد. سازی میی ورودی مؤثر در هر مرحله مدلهادادهجهت انتخاب 

ی مختلف بررسی شده است و هاافقآزمایش در مرحله  در یتادبا مقادیر مشاه LSTMمدل ی سازهیمقایسه نتایج شب 6شکل در 
. کندینممقادیر ضریب تبیین از روند خاصی پیروی بینی ارائه شده است. مطابق نمودارهای ارائه شده ضریب تبیین برای هر افق پیش

ی عمل خوببهی مقادیر جریان فرانرمال سازهیشببهتر بوده است و در  هاافقها در افق یک، دو و پنج روز آینده نسبت به سایر عملکرد مدل
 نیست. توجهقابل شدهیسازهیشبی پرت هادادهبینی تعداد ی پیشهاافقی همهی در طورکلبهکرده است. 
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 آزمایشمرحله  در یتادبا مقادیر مشاه LSTMمقایسه نتایج مدل  .6شکل 
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  پژوهشی( -)علمی  1403ماه ، دی10، شماره 55، دوره تحقیقات آب و خاک ایران 1878

در مرحله آزمایش  شدهیسازهیشببینی یک تا هفت روز آینده، نتایج حاصل از جریان ی پیشهاافقپس از انتخاب بهترین مدل برای 
 نشان داده شده است.  ۷بینی مختلف در شکل های پیشو جریان مشاهداتی در افقLSTM و ANFISهای توسط مدل

بوده  برآوردبینی یک و دو روز آینده در چند مورد بیش در افق پیش ANFISتوسط مدل  شدهیسازهیشبجریان  ۷مطابق شکل 
ی هاافقبینی سه روز آینده برای مقادیر جریان پایین، بیش برآورد و برای مقادیر جریان بالا، کم برآورد بوده است. در است. در افق پیش

دقت  رودیمی هرچقدر افق جلوتر طورکلبهی فرانرمال کم برآورد بود است. هاانیجرشش و هفت روز آینده برای بینی چهار، پنج، پیش
 شدهیسازهیشبی خوببهبینی یک و دو روز آینده در افق پیش LSTMتوسط مدل  شدهیسازهیشبهمچنین جریان  .شودیمی کاسته سازهیشب

سازی شده بینی سه، پنج، شش و هفت روز آینده نسبت چهار روز آینده بهتر شبیهاما در بعضی موارد اندکی بیش برآورد است. در افق پیش
سازی شده است. در خصوص شبیه ANFISبینی، مقادیر بیشینه جریان با دقت بیشتری نسبت به های پیشی افقاست. همچنین در همه

ی کاسته سازهیشبدقت  رودیمگفت که هرچقدر افق جلوتر  توانینمدر این مورد مطالعاتی،  LSTMه با مدل ی شدسازهیشبجریان 
 LSTMی مدل طورکلبهی جریان بهتر از افق شش روز آینده شده است. سازهیشببینی هفت روز آینده در افق پیش کهیطوربهشود. می
 ملکرد خوبی دارد. ی فرانرمال و سیلابی عهاانیجری سازهیشبدر 

 

 

 
 

 
 مرحله -ندهیآ روز هفت تا  ی ینیبشیپ افق در یمشاهدات انیجر و LSTM و ANFIS یهامدلتوسط  شدهیسازهیشب انیجر. 7 شکل
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 مرحله -ندهیآ روز هفت تا  ی ینیبشیپ افق در یمشاهدات انیجر و LSTM و ANFIS یهامدلتوسط  شدهیسازهیشب انیجر. 7 شکلادامه 

 شیآزما

 

بهتر است و برای  ANFISنسبت به  جلوروبهبینی چند گام ی پیشهاافقدر LSTMنتیجه گرفت که عملکرد مدل  توانیم تیدرنها
ب بهتر است برداری از مخازن در شرایط بحرانی مانند سیلای و مدیریت بهرهزیربرنامهی عملیاتی و استفاده از نتایج آن جهت هاینیبشیپ

بینی در و ثابت کردن این ادعا که این مدل برای پیش LSTMعملکرد مدل  ترقیدقکه از آن استفاده شود. به همین دلیل جهت بررسی 
بینی جریان بینی یک تا هفت روز آینده برای پیشی پیشهاافقهای انتخابی برای شرایط سیلابی مناسب است یا خیر؟ عملکرد مدل

 مورد ارزیابی قرار گرفت. ۹8آن در سیلاب فروردین  شدهثبتی هاانیجرد سیمره و مقایسه آن با ورودی به س

 1398ارزیابی عملکرد مدل انتخابی در سیلاب 

در  ۹8شود. از این رو با توجه به اینکه در نیمه اول فروردین در شرایط سیلابی و فرانرمال سنجیده می LSTMدر این بخش عملکرد مدل 
مدل فروردین ماه با استفاده از  15حوضه آبریز کرخه سیلاب بزرگی رخ داده است، مقدار جریان ورودی به مخزن سیمره در بازه اول تا 
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  پژوهشی( -)علمی  1403ماه ، دی10، شماره 55، دوره تحقیقات آب و خاک ایران 1880

LSTM ارائه شده  8ی در شکل الهیمنمودار  صورتبهروز مقایسه شده است و نتایج آن  15ین در ا شدهثبتبینی شد و با جریان پیش
 است.

 

  

  

  

 

 
 98جریان ورودی به سیمره در سیلاب  شدهبا مقادیر ثبت LSTMمدل  شدهبینیمقادیر پیشمقایسه  .8شکل 

 

ی سیلابی و فرانرمال را به مخزن هاانیجرروز آینده،  ۷با دقت قابل قبولی تا  LSTM مشخص است، مدل 8که در شکل  طورهمان
ی سیلابی با دقت بیشتری هاانیجربینی یک روز آینده ی نشان داده است. در افق پیشخوببهبینی کرده است و پتانسیل خود را سیمره پیش
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 1881 ... بینیپیش در LSTMارزیابی کارایی مدل زینعلی و همکاران:  پژوهشی( -)علمی 

فقط در روز سیزدهم اندکی مدل  اندشدهبینی سیلابی با دقت بالایی پیش یهاانیجربینی دو روز آینده هم . در افق پیشاندشدهبینی پیش
روز اول فروردین مدل کم برآورد بوده است. بر اساس مطالعات  15بینی هفت روز آینده در طول بیش برآورد بوده است. در افق پیش

و وجود  LSTMریان کاهش یابد ولی با توجه ماهیت مدل بینی جلوتر رود دقت برآورد جکه هرچقدر که افق پیش رودیمانتظار  شدهانجام
 ی نشان داده است.خوببهروز آینده  ۷بینی خود را تا گیر نیست و مدل توانایی پیشی متحرک در آن، این کاهش دقت چشمهاپنجره

 گیرینتیجه

های اخیر در این بینی جریان ورودی روزانه به مخزن با تأکید بر پیشرفتبرای پیش یادگیری ماشینهای استفاده از روشدر این مطالعه  
گیرند برداری بهینه از منابع آب و مدیریت مخازن مورداستفاده قرار میدر بهره یعنوان ابزارهای مؤثرها بهحوزه بررسی شده است. این روش

 هایمدل چند گام جلوتر در ینیبشیپ یهاتیقابل رونیازا .ایجاد کنند مخازن از برداریبهره در عملکرد یتوجهتوانند بهبود قابلو می
LSTM  وANFIS و )نوع ( هاا و تعداد دستههتعداد دورهها در هر لایه، تعداد نرونانتخاب پارامترها ) ریتأث .شد یروزانه بررس اسیدر مق

 یشنهادیپ یهامدل شده است. یبررس ANFIS و LSTMی سازدر مدل زینها بر عملکرد مدلتوابع عضویت ورودی و خروجی( به ترتیب 
 نتایج نشان ،یطورکلبهبررسی شد.  ۹8بینی در سیلاب برای مخزن سیمره واقع در حوضه آبریز کرخه و عملکرد مدل انتخابی جهت پیش

 ANFISبرتر از روش  بینی چند گام جلوترپیشافق  یبراسیمره  ورودی به مخزن روزانه انیجر یسازهیدر شب LSTMکه روش  دهدیم
 628/0و  ۹۷1/0برابر  LSTMبینی تا هفت روز آینده به ترتیب برای مدل بیشینه و کمینه مقدار ضریب نش در افق پیش کهیطوربه. است

را با دقت خوبی  طوری است که تا چند گام زمانی جلوتر LSTMباشد. ماهیت مدل می3۹3/0و  858/0برابر  ANFISو برای مدل 
در . اندنداشتهی زمانی جلوتر افت چندانی هاگامی ارزیابی نش، ضریب همبستگی و ضریب تبیین در هاشاخص کهیطوربهبینی کند، پیش

و  کرد خوبی داردعمل LSTM، مدل ۹8بینی هفت روز آینده در بازه سیلاب ورودی به مخزن سیمره تا افق پیش روزانه انیجر ینیبشیپ
تعداد  .آوردیبه دست م ی فرانرمال و سیلابیهاانیجر یبرا ژهیو، بهاتیمشاهد انیبا جر یتطابق نسبتاً خوب شده توسط آنینیبشیپ انیرج

نشان  نیا روزانه دارد. یهااسیدر مق LSTM مدل ینیبشیبر عملکرد پ یادیز یرتأث هاو تعداد دسته هاتعداد دوره ها در هر لایه،نرون
مطالعه  جینتا مؤثر باشد. نیماش یریادگی یهامدل مدتیطولان ینیبشیدقت پ شیافزا یبرا تواندیم ی مؤثر،پارامترها انتخابکه  دهدیم

 ،انجام شده LSTM مدلاستفاده از  با زیآبر یهاحوضه در رواناب وبه سد  یورود انیجر ینیبشیپ نهیزمکه در یمطالعات ریحاضر با سا
 .(Man et al., 2023; Khorram and Jehbez, 2023; Han et al., 2021; Lee and Kim, 2021; Qi et al., 2019)مطابقت دارد 

منابع آب  رانیبه مد تواندیم مطالعه نیابینی جریان اشاره داشته است. در پیش LSTMکه نتایج این مطالعات به پتانسیل بالای طوریبه
شود عملکرد پیشنهاد می ارائه دهد. ی از مخازنواقع برداری در زمانبهرهدر  مخزنروزانه  هیتخل ی وزیرمهبرنامدیریت کارآمد و  یبرابینشی 

 های یادگیری ماشین مقایسه شود.ارزیابی و با سایر مدل تریطولانبینی ی پیشهاافقدر این زمینه، برای  LSTMمدل 
 

 "فع بین نویسندگان وجود ندارداگونه تعارض منهیچ"

 منابع
روش  قیبا تلف 3روزانه به مخزن سد کارون  یورود انیجر یزمان واقع ینیب شی(. پ138۷منصور. ) ی،عسکر یاستادعل و ؛نیحس ی،بروجن یصمد

 .22-14 ،(2)4 ،رانیمنابع آب ا قاتیتحق. یبارندگ یهاینیبشیو پ ویاتورگــرس
به مخزن سد کمال صالح با استفاده از محاسبات نرم.  یورود انیجر ینیبشی(. پ13۹4) ی.مجتبی، مرادی؛ و هادی، خانیثان ؛نینازنی، کرمشاه 

 .61-48 ،(1)6 ،رانیو آب ا یاریآب یمهندس یپژوهش یعلم هینشر
به مخزن سد دز با استفاده از مدل  یروزانه ورود انیجر ینیب شیپ(. 13۹0. )حانهیر ،یو بندر ؛میمحمد ابراه ب،یحب یبن ؛دیسع دیس ،یندوشن یوسوم

 https://civilica.com/doc/157849 ،ر،کرمانیو کاهش تبخ یاریآب یسراسر ناریسم نیازدهمیی. زمان یسر یها
 ،(3)4۷ ،رانیآب و خاک ا قاتیتحق. شدهنهیبه یعصب-یفاز یقیبا استفاده از سامانه تطب انیبه سد علو یورود انیجر ینیبشی(. پ13۹5فرهاد. ) ی،ثاقیم

43۹-448 . 
 مخازن. تیریمد تهیو منابع آب، کم یدرولوژی(، کارگروه ه13۹8) .هالابیس یگزارش مل ژهیو أتیه
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